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Resumo

Esse trabalho estuda o comportamento do processo autorregressivo com memoria varia-
vel, primeiramente de forma tedrica, e como a distribuicao estavel afeta o comportamento
para diversos valores do parametro estavel a. Em seguida, sdo estudados dois métodos de
estimacao dos coeficientes do processo com distribuicao estavel, pelo método dos minimos
quadrados e pelo método de maxima verossimilhanca. Finalmente, sao aplicados esses
métodos em duas séries temporais reais, uma sobre o nimero de manchas solares, e a
segunda sobre o nimero de linces capturados anualmente. Concluiu-se que nesses casos,
pela presenca de caudas pesadas nas distribui¢oes, o modelos AR-MV(p) com distribuigao

estavel foi mais adequado do que o processo AR(p).

Palavras-chave: séries temporais; modelos autorregressivo com memoria variavel; dis-

tribuicao estavel; nimero de linces; nimero de manchas solares.






Abstract

This work studies the behaviour of autoregressive models with variable memory, firstly
on theory, and how the stable distribution affects this behaviour for different values of
the stable parameter .. Then, two methods are studied to estimate the coefficients of the
process with stable distribution, by least squares and by maximum likelihood. Finally,
those methods are applied to two real time series, the first on the sunspot number, and
the second one on the annual lynx number. In conclusion, for these cases the AR-MV(p)
models were more adequate than the AR(p) process, due to the heavy tails present on the

distributions.

Key words: time series; autorregressive models with variable memory; stable distribu-

tion; lynx number; sunspot number.
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1 Introducao

A familia de modelos autorregressivos com memoria varidavel, AR-MV(p), foi introdu-
zida por Fadel [7], e expandido por Loureiro [10], baseado nos modelos autorregressivos
com limiar, TAR [20, 21, 22, 23]. Esses modelos foram criados para descrever séries
temporais possuindo um comportamento nao-linear, que nao é adequadamente descrito
pelos modelos lineares, como nesse caso, uma mudanca do nimero da ordem do modelo
autorregressivo, AR(p).

A partir do trabalho de Loureiro [10], este trabalho explora como as distribuigoes
estdveis afetam o comportamento da série temporal com mudanga de regime, AR-MV(p),
para os casos de p = 2,...,5. Com esta exploragao do comportamento dos estimadores,
o segundo objetivo desse trabalho é verificar em quais casos o modelos AR-MV(p) com
distribuigao estével é superior, por exemplo, ao processo AR(p). E o terceiro objetivo é
verificar o ajuste desse modelo para aplicacao em dados reais.

Os modelos AR-MV(p) sao usados para descrever alguma série temporal que muda
de comportamento a partir de um valor observado, que seria o limiar do modelo. Esse
limiar é um caso particular dos modelos TAR por ser observado na prépria série. A ordem
do modelo AR-MV(p),p > 1, determina a maior ordem de modelo AR(p) que descreve
alguma observacao da série temporal.

O modelo pode ser escrito da forma

Ly
Y, = Z@YH + &, (1)

i=1
na qual Y; é a observagdo da série temporal no momento ¢, § = (f4,...,5r,) sao os
parametros do AR, ¢; sdo i.i.d., e Ly = 1,...,p, é o tamanho da memoéria, depende da

observagao anterior, determinado pela particao da reta

)
L seq <Y1 <

2 sem <Y1 <y

\p 5€ Yp-1 < Y;f—l S Vo>

os valores valores v = (71, ...,7,-1) sd0 os parametros limiares do modelo AR-MV, e
Yo = 700, Yp = 0.

Nesse tipo de modelo, cada observacao depende da observacao anterior para deter-
minar o nimero de defasagens que entram no modelo; conforme aumenta o valor da
observagao Y;_1, maior o nimero de observagoes incluidas na memoéria de Y;.

A Secao 2 revisa a teoria sobre os modelos de séries temporais AR(p) e ARMA(p, q) e

do processo AR-MV(p). Em seguida a Segdo 3 mostra o comportamento de diversas séries
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geradas a partir de processos AR-MV(p) variando o tamanho da memoria méxima p e a
condicao de estacionariedade. As Se¢oes 4 e 5 mostram o comportamento dos estimadores
de minimos quadrados e de maxima verossimilhanca, respectivamente, por simulagoes de
Monte Carlo. Finalmente, a Secao 6 aplica os métodos vistos em dados reais, usados
na literatura, sobre os niimeros de manchas solares observados e os nimeros de linces

capturados anualmente, para comparar o modelo proposto com modelos mais conhecidos.
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2 Revisao de Literatura

2.1 Analise de séries temporais

A analise de séries temporais estuda os conjuntos de dados observados de uma mesma fonte
ou fendomeno ao longo do tempo. Essa se¢ao mostra alguns modelos de séries temporais
amplamente utilizados, como a familia de modelos ARMA, e que foram a base para os
modelos que serao estudados nas préximas segoes.

Uma série temporal, como estudada na estatistica, ¢ um conjunto de observagoes de um
mesmo fendmeno ou experimento ordenadas pelo tempo de ocorréncia, denotada da forma
{Y;}, com Y; sendo o valor do fendmeno no instante ¢. Nos modelos que serdo estudados
nesse trabalho, o dominio dos tempos ¢ é discreto, tendo ¢ € {0,+1,£2,...} = Z com
intervalo de tempo constante entre cada observacao. Considerard também a suposi¢ao de
um numero finito de observagoes na série temporal, notado por n.

A analise de séries temporais tem como objetivos entender, descrever, prever os feno-
menos que geram ou geraram as séries obtidas no estudo. Os principais enfoques destes
estudos assim como nesse trabalho, sdo a analise no dominio temporal com modelos pa-
ramétricos, que possuem um numero fixo de parametros que podem ser estimados sem
depender do tamanho da série temporal observada. O outro tipo de andlise, como descrito
por Morettin & Toloi [14], é a analise no dominio de frequéncias, utilizando modelos nao
paramétricos.

Um exemplo de série temporal estudada é o nimero de Wolfer [24], representando a
média de manchas solares em um periodo de tempo. A Figura 1 apresenta o grafico de
linha do nimero de Wolfer observado em cada ano entre 1749 e 1924; a série temporal
tem tamanho 176, com a unidade ¢ de um ano.

As estacionariedade é uma propriedade de séries temporais que se desenvolvem no

Figura 1 — Gréfico de linha da série temporal de manchas solares.

190 1?0

50

Numero de Wolf

I I I I
1750 1800 1850 1900
Ano

Fonte: Yule (1927)
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tempo em torno de um certo valor constante, podendo ser igual a zero, que seria a média
da série em todo o tempo observado. Dada uma série temporal {X;} estaciondria em

torno de p € R, pode ser realizada a transformacao em cada observagao da série
X; = Xt — W, (3)

para se obter uma nova série { X/}, por sua vez estacionaria em torno de zero. Se uma
série nao for estacionaria, ela pode ser descrita como apresentar equilibrio estacionéario,
se ela se desenvolver em torno de uma tendéncia como uma reta inclinada, ou ser descrita
como nao estaciondria explosiva, se apresentar tendéncia exponencial.

Os modelos da familia ARMA (autorregressivos de média mével) [2, 3] sdo os mais am-
plamente utilizados, na superioridade e divulgagao; eles sao alguns exemplos dos modelos
de processos estocasticos mais frequentemente utilizados para descrever séries tempo-
rais [14]. Esses processos ARMA serao apresentados com mais detalhes a seguir, apés a

introducao de suas componentes, os processos autorregressivos e de média movel.

2.2 Funcoes de autocorrelacao e de autocorrelacao parcial

A fungao de autocovaridncia (FACV) de um processo estaciondrio é uma medida para
descrever como ele é relacionado consigo mesmo em diferentes momentos no tempo. A
FACV de um processo {Y;}, tendo média py = 0, com diferenca de tempo 7 é definida
como 7, = E(Y;Y,,,) e segue as propriedades: [14]

1. 79 > 05
2.y =5
3. el < 03

4. v, é nao-negativa definida, no sentido que

Z Z Ak Y7 -7 >0, (4>

j=1 k=1

para quaisquer nimeros reais a;, . .., d,, € inteiros 7, ..., T,.

A partir da FACV, a fun¢do de autocorrelagao (FAC) é obtida pela divisdo dessa

funcdo pela varidncia do processo, Var(Y,) = 7, obtendo

Yr
= 5
= (5)
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Essa funcao representa o quanto o processo esta diretamente correlacionado com cada

defasagem dele mesmo.

A fungao de autocorrelagao parcial (FACP) é uma outra medida no auxilio para de-
terminar os modelos que serao estudados que podem ser mais adequados para uma série
observada [3]. Essa fungao representa a correlagdo do processo para cada defasagem, apds
o controle das defasagens anteriores. A FACP pode ser obtida como [14]

P
(bTT = FT (6)

para a T-ésima defasagem, em P, sendo a matriz de autocorrelagao, e P} a mesma matriz

com a ultima coluna substituida pelo vetor de autocorrelagoes:

1 p1 Pr—1 1 p1 P1
1 - 1
p—|" S U S r (7)
Pr—1 Pr—2 - 1 Pr—1 Pr—2 -~ Pr

2.3 Processos autorregressivos

Pelo exemplo da série temporal de manchas solares, uma forma de estudar essa série foi
introduzida por G. Udny Yule [24], criando o processo autorregressivo para descrever a

série temporal. O processo autorregressivo da forma
Yi=01Yi1 + 02Yi o+ &y, (8)

na qual Y; é a observacao do niimero de Wolfer no ano ¢, ¢ = (¢1, ¢2) sdo os coeficientes
autorregressivos, ¢; ~ RB(0,0?%) sdo as inovagoes aleatérias, descritas por um processo
de ruido branco com média zero e variancia constante, descreve cada observacao da sé-
rie como uma combinacgao linear das duas observagoes anteriores, mais uma inovacao de
ruido branco. A Figura 2 apresenta a relagao entre as observagoes no exemplo da série de
manchas solares {Y;} e as defasagens {Y;_1} e {Y;_2}, essa figura evidencia que principal-
mente para a primeira defasagem ha uma forte correlagao entre as observagoes ao longo
do tempo. Essa alta correlagdo da série com ela mesma em diferente momento no tempo
justifica o uso das observacoes anteriores no processo autorregressivo.

Nesse exemplo, os valores para os parametros, quando ajustados, foram de 1.436 para
¢1 e de —0.545 para ¢9. Aplicando esses valores no modelo para calcular os valores dos
residuos, obtém-se a série apresentada na Figura 3. Observa-se que a série dos residuos
se desenvolve em torno da média de aproximadamente zero e com variancia constante. O

histograma e os graficos de quantis dos residuos obtidos apresentados na Figura 4 auxi-
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Figura 2 — Diagrama de dispersao da série temporal de manchas solares com defasagem.
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liam na determinacao da distribuicao para o ruido branco, e se a distribuicdo Normal é
adequada. Nese caso, a figura mostra que os residuos possuem caudas um pouco mais
pesadas do que a Normal. A Secdo 2.9 apresenta a distribuicdo estavel para os casos nos

quais a distribuicao Normal aparenta nao ser adequada.

Figura 3 — Série dos residuos do modelo AR(2) para a série temporal de manchas solares

Residuos
9 2‘0 4‘0 6‘0

-20

_4‘0

I I I I
1750 1800 1850 1900
Ano

O modelo descrito pela equagao (8) pode ser expandido para uma forma generalizada,
o processo AR(p). Dessa forma o processo pode incorporar mais observagoes no modelo
autorregressivo da série temporal, até p unidades de tempo anteriores ao momento ¢ da
observagao, considerando as caracteristicas que forem decididas importantes para explicar

o fendmeno de estudo,
Yi=01Yi1+ Yo+ +0pYp + 6y, 9)

e na forma polinomial,
O(B)Y; = &y, (10)
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Figura 4 — Graficos de diagnéstico do modelo AR(2) para os dados de manchas solares

= — o
7] o_|
o Ne)
] ] g o]
o g
o 9| 7
< < o o
< O E N
=
g — <
) B o
= E
o s
=) 5’ gl,
] =
o =
o 1
8-
o [ I I I I | \ I I I I
-40  -20 0 20 40 60 -2 -1 0 1 2
Residuos Quantis Teéricos

na qual B é o operador retroativo, ou de defasagem para tras (ou apenas defasagem),

definido como
BY, =Y, 4, (11)

®B)=1—¢B—¢B>—--- — $,B" (12)

¢ o polinémio autorregressivo.

Para os processos AR(p) descritos pela equacao (9), a FACV pode ser obtida multi-

plicando cada termo por Y,
YYiir = oY1 Yigr + 0V oYigr - + 0V Yigr + Yiir, (13)
e obter a esperanca de cada termo,
E(Y:Yiir) = 01 E(Yi1Yiyr) + 2 E(Yi2Yiir) + - + ¢ E(Y, . Yiir) + E(eYiyr), (14)
que apos substituir v, = E(Y;Y;,,) resulta em
Vo = O1Yr-1+ P2Yr—2+ -+ OpYrps (15)

a forma da FACV para um processo AR(p).

Aplicando esses resultados da FACV, a fungao de autocorrelagao (FAC) é obtida pela
razao da FACV com a varidncia do processo Var(Y;) = 7,

Vr
Pr = — (16)

Y

Y0
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de forma que a FAC é mais utilizada para descrever a série temporal, de forma padroni-
zada. Pela propriedades vistas, nota-se que pg = 1 e que p, < 1 = pp.
A FAC de um modelo AR(p) pode ser obtida a partir da equagdo (15) e a dividindo

pela variancia do processo, obtendo

Pr = ¢1PT—1 + ¢2p7'—2 + -+ Cbppr—pa (17)

para 7 > 0 [14].

Para essa familia de processos autorregressivos, a FAC tem o comportamento caracte-
ristico de decair com o aumento do ntimero de defasagens [2], e é utilizado para determinar
as estimativas dos parametros autorregressivos, segundo o método de Yule-Walker; para
essas estimativas dos parametros, é preciso primeiramente obter a FAC amostral da série

temporal observada.

Para os modelos autorregressivos, a funcao de autocorrelagao parcial sempre é deter-
minada, e ¢y; é o j-ésimo coeficiente de um processo AR(k), tendo até k coeficientes. A
FACP assume o valor zero para defasagens depois da ordem do modelo, ¢, = 0, para

T > p.

Com esses resultados das fungdes de autocorrelagdo e de autocorrelagao parcial, a pri-
meira etapa de selecao do modelo é realizada observando como as FAC e FACP amostrais

se comportam. Na Figura 5 com as fungoes para o exemplo de manchas solares, nota-se

Figura 5 — Gréficos das funcoes de autocorrelacao e de autocorrelagao parcial para o
exemplo de manchas solares.

0.8
0.5

0.4

-0.5

-0.4

que a FAC decai de forma senoidal em funcao da defasagem, e que a FACP é notavelmente
nao nula para as duas primeiras defasagens. Com esse comportamento obtido de corte
na segunda ordem da FACP e decaimento na FAC, o modelo autorregressivo de ordem 2

aparenta ser adequado para os dados desse exemplo.
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2.4 Processos de médias moveis

Os processos de médias méveis, em contraste com os autorregressivos, interpretam a série

temporal modelada em funcao das inovagoes anteriores a observacao atual, da forma
Y, =& — b1 — bagyo, (18)

na qual Y; é a observacao da série temporal no tempo ¢, @ = (6y,605) sdo os coeficientes de
médias moéveis, g; ~ RB(0,0?) sao as inovagoes aleatérias, e levando esse processo para

uma forma generalizada, de tamanho ¢, a equagao (18) se torna

Yi=¢er— g1 —Osgp o — -+ — 0484, (19)
com @ = (64,...,0,) que representa os ¢ coeficientes de média mével, e pode ser reescrita
da forma polinomial

Y: = O(B)ey, (20)

na qual B é o operador de defasagem, e
OB)=1-60,B—0,B*—---—0,B" (21)

é o polindbmio de médias moveis.

Figura 6 — Exemplo de uma série simulada a partir do processo MA(2).

0 a0 100 150

A Figura 6 mostra uma série temporal obtida a partir da simulagdo de um processo
MA(2), com n = 176 observagoes, e determinados os pardmetros 8 = (—0.8,0.5) e o ruido
branco £ ~ N(0,1). Observa-se que para essa série simulada, o processo aparenta ser

estaciondrio em volta da média zero.
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Para os processos de médias méveis definidos pela equagao (19), a FACV pode ser

obtida multiplicando a sequéncia que compoe o modelo e obtendo a esperanga, [14]

Vr = E(}/tift—‘m')

q q
(5t - Z 9j£t—j> <5t—7 - Z 9k5t—r—k>]
j=1 k=1
q q

q q
= E(€t€t,7-) — Z Qj E(&“t,TEt,j) — Z Hk E(Sté“thfk) + Z Z (9]9k E(St,jét,.,-,k).
j=1 k=1

=L

j=1 k=1
(22)
Com essa forma, aplica-se a propriedade da covaridncia do ruido branco {e;},
o2, 17=0,
Ve(T) = E(eie14,) = (23)
0, 7#0,
e obtém-se a varidncia do processo MA(q),
Yo= 146465+ +0))02, (24)
e a covaridncia em funcao de ~.(7)
q q q q
V=) = ) 07— 7) = D Oe(r + k) + 0,007:(T +k — j), (25)
j=1 k=1 j=1 k=1
ou
( q—T
(1 + Z 9k97+k> o2, T =0,
k=1
(_97 + 6)19T+1 + 9297'4-2 +oet eq—Teq)Ua7 T=1,...,¢q
L0, T>q,
que como visto, é necessaria para se obter a funcao de correlagao do processo,
—0: 4+ 01041 + 020,40+ - + 0,0,
2 2 2 , T=1,...,q,
07 T > q.

Nota-se que para os processos MA(q), o comportamento da FAC é decrescente para as

defasagens até ¢, e apds esse nimero, espera-se que a funcao seja igual a zero.

Para os processos de médias méveis, a funcao de autocorrelagao parcial (FACP) é de-

finida para os casos nos quais os parametros do processo sao invertiveis. Nesses casos, a
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FACP apresenta o comportamento decrescente com o aumento do nimero de defasagens,

sem corte a partir de um valor como para a FAC [14, 3].

Figura 7 — Graficos das fungoes de autocorrelacao e de autocorrelagao parcial para a
série MA(2) simulada.
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A série temporal simulada a partir do processo MA(2) foi utilizadada para calcular as
estimagoes das funcgoes de autocorrelagao e de autocorrelacao parcial, representadas na
Figura 7. Esses gréaficos exibem o comportamento das fungdes como esperado: a FAC é
positiva para as menores defasagens, e apresenta corte apés a defasagem p = 2; a FACP

tem decaimento senoidal com o aumento do nimero de defasagens 7.

2.5 Processos autorregressivos de médias moéveis

Dentro da abordagem de Box & Jenkins [2, 3|, os modelos autorregressivos de médias
moveis, sao o efeito da combinacao dos processos autorregressivos e de médias mabveis.
Por exemplo, utilizando as Equagoes (8) e (18), dos processos AR(2) e MA(2) pode-se
obter a equacgao

Yi=¢01Yi1 + @Yo+ — bi5i1 — Or64 o, (28)

ou
Y — 1Yo — @Yo = 64 — Oheim1 — bagy_o, (29)

que é a forma para um processo ARMA(2,2), tendo dois termos do processo e dois termos
de inovagoes.

De forma generalizada, o processo ARMA(p, ¢) pode ser escrito como

Y, =Yg — - — (bth—p =g —bther— - — 0q£t—q7 (30)
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ou de forma compacta,

(B)Y; = O(B)a, (31)

nas quais Y; representa o valor do processo no momento t; o ruido branco &; ~ RB(0, 0?);
B a funcao de defasagem; ¢; os parametros da parte autorregressiva do modelo, e o
polinémio autorregressivo ®(B) = 1 — ¢ B — --- — ¢,BP; §; os parametros da parte de
médias méveis do modelo, e o polinémio de médias méveis O(B) =1—-6,B—--- —6,B%

Como os processos autorregressivos de médias méveis foram criados a partir da com-

binacao desses dois tipos de processos, nota-se que eles sao casos especificos dos processos

ARMA:
o um processo ARMA(p, 0) pode ser reescrito como AR(p);

« um processo ARMA(0, ¢) pode ser reescrito como MA(q).

Figura 8 — Exemplo de uma série simulada a partir do processo ARMA(2,2).
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Para ilustrar o comportamento de uma série com processo ARMA, foi realizada
uma simulagdo de um processo ARMA(2,2), fixando os pardmetros ¢ = (1.4,—0.5),
0 = (—0.8,0.5), e &, ~ N(0,1), e obtendo n = 176 observagoes dessa série temporal,
apresentada em grafico de linha da Figura 8. Nota-se que a série simulada nao apresenta

estacionariedade, e nao apresenta uma tendéncia linear de evolugao ao longo do tempo.

O comportamento das fungoes de autocorrelacao e de autocorrelagdo parcial para os
processos ARMA (p, ¢) sdo uma combinagdo de como essas fungoes se comportam para os

processos AR(p) e MA(q). Tem-se que que a forma da FAC é dada por [14, 3]

Pr = Q1pr—1+ Q2pr—2+ + Opprp, (32)

para as defasagens 7 > ¢, o que é semelhante & FAC para o AR(p). Nos casos em quais

q < p, a FAC tem o comportamento combinado de decaimento exponencial com senoide
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amortecida para 7 > ¢ — p [14].

O comportamento da fun¢ao de autocorrelagao parcial para os processos ARMA(p, q)
¢ semelhante ao de um processo MA(q), a FACP decai de forma exponencial, ou por forma

senoidal amortecida, com o nimero de defasagens 7 [3, 14].

Figura 9 — Gréficos das fungoes de autocorrelacao e de autocorrelagdo parcial para a
série ARMA(2,2) simulada.
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Com intuito de ilustrar o comportamentos das fun¢bes FAC e FACP para um pro-
cesso ARMA(p, q), essas fungoes foram obtidas para a série simulada de um processo
ARMA(2,2), e plotadas na Figura 9. Percebe-se que para ambas fungoes estimadas, o
decaimento é senoidal amortecido, e de forma notavelmente mais ingreme para a FACP

do que para a FAC.

2.6 Modelos autorregressivos com limiar

Uma forma de introduzir nao-linearidade em modelos de séries temporais foi desenvolvida
por Tong & Lim [23] por meio de limiares no comportamento de processos autorregressi-
vos, criando a classe de processos TAR (threshold autorregressive models) com intuito de
descrever melhor certos fendmenos como o ciclo do nimero de linces [5, 20] ou fluxo de
rios [9)].

Nessa classe de processos, o modelo especifico de uma dada observacao {Y;} é separado
em varias partes lineares, que juntas criam uma nao-linearidade. Essa separacao do
modelo é realizada pela observacdo de uma outra série temporal indicadora, {J;},t €

{1,...,J}, de forma geral escrita como [22]

p
Yo =ag? + 3 al" Y + e, (33)

i=1
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(J)

A - J,
na qual ay”"’ representam o parametro da média; a\™

1 =1,...,p, os parametros autor-
regressivos; b(’) os pardmetros das inovacdes; e o expoente (.J;) uma forma de controlar
em qual regime cada observacao se encontra.

Os regimes da série indicadora sdo definidos pela escolha de um limiar v € R, que
separa as duas regioes na reta real. Nesse caso, compara-se J; com v: se Jy < v = J, €
Ry, ou J, >y = J, € Ry. Apds essa comparacao separando a série {J;} em regimes
distintos, e fixando por simplicidade o tamanho do processo autorregressivo em p = 2, e

(Je

determinando os parametros em a ) = 0, b =1, o processo TAR pode ser escrito da

forma

_ {Cbgl)yl—l + ¢51)Yt—2 +e, se Jy € Ry (34)

¢(12)Y;—1 + ¢52)Yt—2 +é&, se Jy € Ry,

na qual ¢§j) é o i-ésimo parametro autorregressivo do j-ésimo regime, e o nimero de
regimes obtidos ¢é dois, obtidos por « particionando a reta real em duas semi-retas, Ry U
Ry =R.

Esse caso é denotado por TAR(2; 2, 2), e pode ser generalizado de volta para os modelos
TAR(L;k, ..., k), com [ regimes, de ordem k cada:

k
Y, = ) 4 Z oYY 4, seJ, €R;, (35)

=1

tendo U§:1Rj =ReRNR;=0,Vi#j.

2.7 Modelos autorregressivos com limiar autoexcitante

Os processos SETAR (self-exciting threshold autorregressive models) sdo considerados um
caso especifico dos processos TAR. Nessas familias de modelos, o regime do processo no
momento t é determinado pela observagao da série com uma defasagem d = 1,2,..., no
momento ¢t — d. O uso da prépria série com uma defasagem para determinar o regime R;
do processo equivale a fazer a substituigao J; = Y;_4 do modelo TAR [22].

A forma desses modelos pode ser obtida pela utilizagdo da equagao (34) como base,

e escolhendo d = 1, como sera utilizado nas préximas segoes desse trabalho, a forma do
processo SETAR(2;2,2) sera

v ¢§1)Yt—1 + gbél)Yt_z +é&, seY, 1 <v = Y1 € Ry;
DY+ 0PYia e, seYiii >y = Yy € Ry,

~v € R sendo o limiar fixado para determinar os regimes do processo.
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2.8 Modelos autorregressivos com memoria variavel

Os modelos autorregressivos com memoria variavel (AR-MV) foram introduzidos por Fa-
del [7]. Esse é um caso especifico dos modelos autorregressivos com limiar autoexcitante.
Eles permitem introduzir uma nao-linearidade no processo autorregressivo por meio de
partes lineares, dependendo da observagao anterior do processo. Esses processos podem

ser escritos de forma generalizada como

Ly
Y, = Z%’Yt—j + &, (37)
j=1
de forma que ¢ = (¢1,...,¢r,) sdo os pardmetros autorregressivos; d = 1 é o tamanho
do atraso, e L; = 1,...,p é o tamanho da memoéria, determinado pela particao da reta

(
1, sev <Y1 <
2, sey <Y <y

kp’ s€ ’Yp—l < Y;f—l S ’7p7

na qual os valores v = (71,...,7,-1) sd0 os pardmetros limiares do modelo AR-MV, tendo
Yo = =00 €9p = 0.

Nota-se que para o processo AR-MV (p), serdo escolhidos p—1 limiares, e p coeficientes
autorregressivos, em contraste com os processos TAR e SETAR, pelos quais diferentes
conjuntos de coeficientes sao escolhidos para cada regime. Nesses processos, cada observa-
¢ao depende da observacao anterior para determinar o nimero de defasagens que entram

no modelo, e consequentemente quantos coeficientes sao incluidos.

Como exemplo desse modelo, o AR-MV(2) pode ser expresso por

y, — O1Yi1 + &y, se Y1 <7, (39)

1Y+ 92 o+, se Y >,

com dois coeficientes autorregressivos, pela memoéria maxima ser de 2, e um coeficiente

limiar, que separa a reta em dois regimes.

2.9 Distribuicoes estaveis

As distribuicoes estaveis sao uma familia de distribuicoes desenvolvidas a partir do Te-

orema do Limite Central, estudadas inicialmente por Lévy [13]. Essas distribui¢oes sdo
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especiais por permitirem distribui¢coes com cauda pesada, em contraste com a distribuicao
normal, ou Gaussiana, cuja densidade de probabilidade decai rapidamente para valores
distantes da mediana, que caracteriza a cauda leve.

Para introduzir as distribuigdes estaveis, Nolan [16] apresenta a seguinte defini¢ao:

Definicao  Uma variavel aleatoria X é dita estdavel ou amplamente estdvel se para X,

e X,, copias independentes de X, e para quaisquer constantes a e b, vale a equagao
aXi +bX, L X +d (40)

para algum c positivo e algum d € R. A varidvel aleatéria é estritamente estdavel se a
equacao for valida para d = 0 e quaisquer valores escolhidos de a e b. Uma variavel alea-

toria é simetricamente estdvel se for estavel e simetricamente distribuida em volta de zero.

Em seguida, uma outra forma de definir a distribuicao estavel seria por meio de sua

funcao caracteristica. Lembrando que a funcio caracteristica de uma variavel aleatoria

X é dada por
“+oo

6(u) = B [exp(iuX)] = / exp(iuX) dF (u), (41)

—0o0

a segunda definicao de distribuicao estavel é dada por:

.~ s ¢ co . . d
Definicao  Uma variavel aleatoria X é estdvel se e somente se X = aZ + b, com 0 <

a<2 —-1<p<1,a#b,beR, e éuma variavel aleatéria com funcao caracteristica

exp <—|u\a [1 —if tan ?(sign u)D ,  sea#0;

E [exp(iuX)] = 9
exp (—\u| [1 + iﬁ;(signu) log |u\]) , sea=0.

(42)

Essas distribui¢oes sao simétricas em volta de zero quando = 0 e b = 0. Nesse caso a

funcao caracteristica de aZ assume a forma mais simples

o(u) = e el (43)

Com essa forma definida da distribuicao estavel, define-se os parametros para uma

distribuigao a-estavel, denotada por S, (5, o, )

o a € (0,2] é o indice de estabilidade; ele influencia na curtose, quanto maior o valor

de «, mais leve a cauda;

o [ €[—1,1] é o pardmetro de assimetria; ele determina se a distribuicao é assimétrica,

e de qual lado, a distribuicao é simétrica nos casos com [ = 0;
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e 0 € (0,00) é o parametro de escala; ele influencia na dispersao da distribuicao;

e e i € R é o pardmetro de locagao; para as distribuicoes simétricas, ele indica a

mediana.

Essa forma permite destacar os casos especificos de variaveis conhecidas para alguns
valores dos parametros da estavel, que possuem forma definida da funcao de densidade,

essas sao:
e a distribuicdo normal, com os parametros a = 2, 8 = 0;
e a distribuicao Cauchy, com a =1, 3 = 0;

o a distribuigdo Lévy, com v =1/2,5 = 1.

Figura 10 — Densidade de probabilidade para trés casos particulares da distribuicao

estavel.
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Essas distribuigoes podem ser comparadas na Figura 10 pelas suas func¢oes de den-
sidade. Nolan destaca nessa comparacao a cauda pesada da Cauchy, especialmente na
probabilidade dos valores além de 3, com a cauda da distribuicao Gaussiana. Nessa mesma
figura, percebe-se a forma da densidade de Lévy, que é assimétrica a direita, enquanto as
outras duas sao simétricas em volta de 0, e que para os valores acima de 0 a cauda é mais

pesada do que a Cauchy.

2.10 Modelos AR-MV estaveis

A partir dos modelos baseados no processo autorregressivo, essa secao descreve o modelo
de séries temporais utilizando a distribuicao estavel que sera estudado nas préximas secoes

deste trabalho. O trabalho de Loureiro [10, 11, 12] avalia o comportamento do processo
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AR-MV introduzido por Fadel [7] para os tamanhos de memoéria p = 2,...,5, e sempre
supondo que o processo de ruido branco tenha distribuicao normal.
Sendo {Y;} uma série temporal gerada por um processo AR-MV, ela pode ser descrita,

como visto na Segao 2.8, da forma

Ly
Y, =) éYiite, (44)
i=1
na qual Y; é a observagido da série no momento t; ¢; = (¢1,...,¢,) sdo os coeficientes

autorregressivos; {g;} é o ruido branco. Até o momento, e nos trabalhos anteriores de
Fadel e Loureiro, o ruido branco tinha a suposicao de ser gerado por uma distribuicao
normal. As préximas sec¢oes irdo mostrar o comportamento do processo AR-MV supondo
que o ruido branco pode ser gerado pela distribuicao estavel, com &, ~ S,(8,0,u). O
processo AR simples, que compde cada regime do AR-MV, representa cada observagao
de uma série temporal como uma combinagao linear de inovagoes estaveis, e supondo que
todas essas inovacoes seguem a mesma distribuicao estavel, Y; também tera distribuicao

estavel.
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3 Estudo do Comportamento do Modelo AR-MYV por
Simulacoes

A partir do processo autorregressivo de meméria variavel com a distribuicdo proposta
para o ruido branco sendo a distribuicdo estavel, essa se¢cao busca apresentar o compor-
tamento para algumas séries temporais simuladas, partindo do trabalho de Loureiro [12],
e verificando se o comportamento segue para séries com cauda pesada.

Nesse trabalho, foram escolhidos AR-MV(p) com p = 2,3,4,5, e fixada a distribui-
¢ao do ruido branco como 1.7-estavel, ¢ ~ S;7(8 = 0,7 = 1,0 = 0), e para cada um
desses processos, foram determinados dois conjuntos de coeficientes ¢ e =y, para ilustrar
a mudanca do comportamento, estacionario ou nao estacionario, obtendo no total 8 si-
mulacoes. Cada uma das simulagoes foi de tamanho n = 1000, e calculadas a média e
variancia total da série, assim como para cada regime do processo, conforme os limiares
escolhidos. Em cada caso também foram criados o grafico de linha da série temporal,
destacando os limiares escolhidos, o histograma da distribuicao dos valores da série, e os
graficos das fungoes FAC e FACP estimadas em cada caso.

Em cada uma das simulagoes, os pardmetros foram testados segundo Fadel [7], que
enuncia que para um modelo AR-MV(p) ser geometricamente ergddico, é suficiente que
> 01 |#j] < 1, e foi comparado com o resultado observado.

Apébs os estudos simulados, foram verificados os mesmos comportamentos descritos
por Fadel e Loureiro para a AR-MV(p) estavel, e que e Proposigao ainda vale para deter-

minar se o processo é estacionario ou nao estacionario.

3.1 Simulacoes de AR-MV(2)

Exemplo 1 AR-MV(2) com v = (2), ¢ = (0.60,0.30)

Figura 11 — Grafico de linha da série temporal do Exemplo 1
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Essa primeira série simulada apresenta o comportamento de uma série AR-MV(2) com

?:1 |¢j| < 1. Esse processo é composto de dois regimes, mas a série permanece sempre

em torno de uma média, como pode ser notado no na Figura 11 e no histograma da
Figura 12, o que indica que seja de fato estacionaria.

Apresentadas na Figura 12, a funcao de autocorrelagao decai rapidamente para zero,

e o comportamento da funcao de autocorrelagao parcial é semelhante ao de um processo

AR(2), sendo positiva para as duas primeiras defasagens e nula para as demais, exceto

para 7 = 24, que se torna negativa.

Figura 12 — Histograma e graficos da FAC e da FACP do Exemplo 1

[
—

0.15
|
0.6

0.10
|
0.4

Densidade
P
Vrr

0.2

0.0

S o il = SO U |

I T T T T
-30 -20 -10 0 10 20 0 5 10 15 20 25 30 0 5 10 15 20 25 30
T T

Y:

Tabela 1 — Média e variancia totais e de cada regime na série do Exemplo 1

n  Média Variancia
Y; 1000 0.640 14.661

Y; <~y 732 —0.865 7.519
Yi >y 268 4.751 11.097

Exemplo 2 AR-MV(2) com v = (2), ¢ = (0.6,0.4)

Esse exemplo apresenta o comportamento de uma série AR-MV(2) com 3 7, [¢;| > 1.
Na Figura 13, o grafico de linha apresenta nessa simulagao trés grandes saltos devidos a
cauda pesada da distribuicao do ruido branco, resultando em pelo menos duas quebras
estruturais, segmentando o grafico em varias fases da evolucao dessa série, apesar do
processo apresentar apenas dois regimes. Junto com o histograma na Figura 14, indicando
comportamento multimodal na distribuicao dos valores da série, esses sao fortes indices
de nao-estacionariedade do processo.

Na Figura 14, a FAC estimada tem um decaimento bem suave, e a FACP permanece

nula apods a segunda defasagem, os dois apresentam o comportamento esperado de um
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Figura 13 — Grafico de linha da série temporal do Exemplo 2
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Tabela 2 — Média e variancia totais e de cada regime na série do Exemplo 2

n  Média Variancia
Y; 1000 33.461 1364.232
Yi<m 354 —0.499 2.723
Yi>m 646 52.071 1131.684

Figura 14 — Histograma e graficos da FAC e da FACP do Exemplo 2
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3.2 Simulacoes de AR-MV (3)

Exemplo 3 AR-MV(3) com ~ = (1,3), ¢ = (0.40, 0.30, 0.20)

Esse exemplo apresenta o comportamento de uma série AR-MV(3) com } 7, |¢;| < 1.

A Figura 15 o grafico de linha, e nota-se que a série se mantém estavel, apesar de alguns
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Figura 15 — Grafico de linha da série temporal do Exemplo 3
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valores extremos. A Figura 16 com o histograma destaca que a distribui¢do é unimodal e
a FAC decai rapidamente, o esperado para um processo estacionario. A FACP estimada

comporta das trés primeiras defasagens significantes, o que é o comportamento de um
AR(3).

Tabela 3 — Média e variancia totais e de cada regime na série do Exemplo 3

n  Média Variancia

Y; 1000 0.985 12.231
Y, <™ 587 —0.948 5.322
Mm<Y<v 207 1.866 0.333
Y, > o 206  5.609 11.093

Exemplo 4 AR-MV(3) com v = (1, 3), ¢ = (0.50,0.30, 0.20)

Esse exemplo apresenta o comportamento de uma série gerada a partir do modelo
AR-MV(3), com 3%, |¢;| > 1. A Figura 17 mostra que em certos periodos houve
uma mudanga brusca de regime, porém voltou apés algumas observacgoes para o primeiro
regime, se permanecendo estavel. Nota-se igualmente que no final da série simulada, as
observagoes se encontraram no tultimo regime durante mais tempo, e para esse periodo da
série o processo pode ser considerado nao estavel.

A Figura 18 revela no histograma que a distribuicdo das observagoes apesar de ser
unimodal, tem uma assimetria forte, com a cauda superior pesada, e a FAC apresenta um
decaimento muito leve, trazendo esses indices de nao estacionariedade do processo.

A FACP estimada com as trés primeiras defasagens significativas tem o comporta-
mento de um processo AR(3), porém a quarta defasagem aparente ser pequena, mas nao

desprezavel.
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Figura 16 — Histograma e graficos da FAC e da FACP do Exemplo 3
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Figura 17 — Grafico de linha da série temporal do Exemplo 4
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Tabela 4 — Média e variancia totais e de cada regime na série do Exemplo 4

n  Média Variancia

Y; 1000 3.115 28.598
Y; < 444  —1.145 3.881
Mm<Y<v 163  1.959 0.314
Y; > 2 393 8.407 19.177

Figura 18 — Histograma e graficos da FAC e da FACP do Exemplo 4

- O7
—

0.}0 0.}2
016 0.8

0.?8

rr

Densidade
0.06
|
p.
0.4

|
0.2

0
0.0
T
T
T
T
T
T
T
T
T
T
T
1
0.0
—t

[
-10 0 10 20 0 5 10 15 20 25 30 0 5 10 15 20 25 30
Y; T T

3.3 Simulacoes de AR-MV(4)
Exemplo 5 AR-MV(4) com v = (1, 3,5), ¢ = (0.30,0.25,0.20,0.15)

Esse exemplo apresenta o comportamento de uma série simulada a partir do modelo
AR-MV(4) com >0, |¢;| < 1. A Figura 19 apresenta a série, comportando de alguns
valores extremos, porém nenhuma grande mudanca de regime, sempre se mantendo no
mais inferior. O histograma da Figura 20 apresenta uma distribuicdo unimodal com
pouca assimetria, a FAC decai de foram rapida. Essas observagoes apresentam evidéncia
da estacionariedade do processo.

A FACP estimada na Figura 20 tem o comportamento esperado de um processo AR 4,

com as defasagens insignificantes apds a quarta.

Exemplo 6 AR-MV(4) com v = (1,3,5), ¢ = (0.35,0.30,0.20,0.15)

Esse exemplo apresenta o comportamento de uma simulagdo do modelos AR-MV (4)
com Z?Zl |¢;| > 1. A Figura 21 apresenta a série simulada, que ap6s algumas observacoes

com valores extremos muda bruscamente de regime, durante uma porc¢ao significativa do
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Figura 19 — Grafico de linha da série temporal do Exemplo 5
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Tabela 5 — Média e variancia totais e de cada regime na série do Exemplo 5

n  Média Variancia
Y; 1000 1.014 13.050
Y, <m 610 —0.793 5.811
Mm<Y:<vy 230 1.804 0.305
Yo <Y <3 64 3.948 0.305
Yi >3 96 8.646 11.890

Figura 20 — Histograma e gréaficos da FAC e da FACP do Exemplo 5
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Figura 21 — Grafico de linha da série temporal do Exemplo 6
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periodo simulado, e volta para o primeiro regime com uma mudanca grande negativa na
série. Nota-se nessa figura que os valores extremos negativos afetam o comportamento
quando a observacao se encontra no regime mais superior, o que se esperaria o inverso
se tivessem ocorridos mais valores extremos positivos quando a série se encontrasse no
regime superior.

A Figura 22 apresenta o histograma dos valores observados, com uma distribuicao
distintamente multimodal, e a FAC um decaimento bem lento, ambas evidéncias da néo-
estacionariedade do processo. A FACP estimada apresenta as quatro primeiras defasagens
significativas, o mesmo comportamento de um processo AR(4), porém ap6s mais algumas
defasagens, nota-se que para 7 = 10, 15,20, a FACP é novamente significativa, mesmo

que ainda perto do limite de confianca, quando se esperaria que fossem todas nulas.

Tabela 6 — Média e variancia totais e de cada regime na série do Exemplo 6

n  Média Varidncia

Y, 1000 9.372 95.323
Y, <m 335 —0.941 5.363
<Y <nv 119 1775 0.321
<Y <ns 19 3.642 0.443
Y, > 73 527 17.851 23.533

3.4 Simulacdes de AR-MV(5)
Exemplo 7 AR-MV(5) com v = (1,2,3,4), ¢ = (0.30,0.25,0.20,0.10,0.05)

Esse exemplo apresenta o comportamento de uma simulagao da série AR-MV(5) com

?:1 |p;] < 1. O gréfico de linha da Figura 23 apresenta um comportamento estacionario,
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Figura 22 — Histograma e graficos da FAC e da FACP do Exemplo 6
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Figura 23 — Grafico de linha da série temporal do Exemplo 7
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com alguns valores extremos, e algumas mudangas de regime, porém sem quebra estrutu-
ral, e sem duracao, decaindo de volta para os regimes inferiores. A Figura 24 suporta essa
estacionariedade, com o histograma da distribuicdo revelando unimodalidade, e a FAC
estimada decaindo rapidamente.

A FACP exposta na Figura 24, além de apresentar valor positivo para as 3 primeiras

defasagens, o esperado para um processo AR(5), também é positiva para 7 = 17.

Tabela 7 — Média e variancia totais e de cada regime na série do Exemplo 7

n  Média Variancia

Y, 1000 0.504 6.268
Y < 667 —0.774 1.871
<Y<y 134 1419 0.087
Yo <Y <7y 84 2443 0.085
v3<Yi <y 32 3.492 0.076
Y; > 4 83  6.175 6.376

Figura 24 — Histograma e graficos da FAC e da FACP do Exemplo 7
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Exemplo 8 AR-MV(5) com ~ = (1,2,3,4), ¢ = (0.30,0.25,0.20, 0.15, 0.10)

Esse exemplo apresenta o comportamento da série AR-MV(5) com Z§:1 lp;] > 1.
Nota-se na Figura 25 a presenca de alguns valores extremos, e que quando sao positivos,
ocorre uma quebra estrutural, o processo se encontra entao no regime superior, e nao
apresenta mais uma média constante, a série fica mais influencidvel para observacoes
extremas.

A Figura 26 apresenta os outros comportamentos de um processo nao-estacionario,
como a distribuicao no histograma sendo multimodal, e a FAC observada tendo um de-

caimento muito leve com o niimero de defasagens.
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Figura 25 — Grafico de linha da série temporal do Exemplo 8
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A FACP estimada tem as cinco primeiras defasagens positivas, todas as outras nulas,

exatamente o que se esperaria de um processo AR(5).

Tabela 8 — Média e variancia totais e de cada regime na série do Exemplo 8

n  Média Variancia

Y, 1000 17.098  308.719
Y <m 271 —1.021 9.324
7 <Yi<v 64  1.405 0.063
Yo <Yy <v3 32 2417 0.079
v3 <Y<~ 21 3.426 0.120
Y; > 612 27.999  192.481

3.5 Resumo das observacoes de mudanca de regime

Com os resultados das simulacoes realizadas, a Tabela 9 apresenta o resumo da separacao
do ntimero de observagoes por regime do processo simulado em cada caso. Levando em
conta o numero total de regimes para cada caso, nota-se que o regime inferior, R, para
todos os casos, a frequéncia de observagoes é consideravel, e que é a mais frequente para
as séries nao-estacionarias. Ou seja, para dois processos de mesmo tamanho de meméria
maxima p, o niumero de observagdes no primeiro regime ¢ maior para 0s Processos que
sdo estacionarios. Isso leva ao segundo ponto, que no regime superior a frequéncia de
observagoes aumenta se o processo for nao-estacionario.

Nos exemplos das simulagoes, foram observados os comportamentos da distribuicao
das séries temporais por histogramas. Nesses graficos, observou-se que para os casos
estacionarios tinham distribuigoes simétricas, enquanto que para os nao estacionarios
apresentavam multimodalidade, ou entao uma forte assimetria a direita.

Quanto ao comportamento das fungoes de autocorrelacio e de autocorrelagao parcial,

as FAC para as séries estacionarias decairam de forma rapida, e para as nao estacionarias
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Figura 26 — Histograma e graficos da FAC e da FACP do Exemplo 8
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Tabela 9 — Proporgoes de ocorréncias de observagoes em cada regime para todas as
simulacoes

AR-MV(2) AR-MV(3) AR-MV(4) AR-MV(5)
Regime E NE E NE E NE E NE

Ry 73.2% 354% 58.7% 44.4% 61.0% 33.5% 66.7% 27.1%
Ry 26.8% 64.6% 20.7% 16.3% 23.0% 11.9% 134% 6.4%

Rs . . 206% 39.3% 64% 1.9% 84% 3.2%
Ry . .. . . 96% 52.7% 32% 21%
Rs . .. . .. . . 83% 61.2%

Notas:
e E: série estacionaria;
e NE: série nao-estacionaria;

e ..: nao se aplica.
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de forma mais suave. A FACP para todos os casos teve em geral o comportamento parecido
com a de um processo AR(p) de meméria equivalente, com as p primeiras defasagens
significativas, e nulas para as defasagens superiores.

Esses resultados obtidos pelos exemplos das simulacoes realizadas trazem evidén-
cias, junto com a Proposi¢do que para um processo ser estaciondrio, [7] é suficiente que
Z?:l |¢;] < 1. Nesse trabalho ampliando além dos processos com residuos normais, vale

também para residuos estaveis, com p < 5.
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4 Estimacao do Modelo AR-MYV por Minimos Qua-

drados

Essa secao apresenta a primeira forma de estimar os pardmetros do modelos AR-MV(p),
usando o método dos estimadores de minimos quadrados, tanto para os coeficientes autor-
regressivos ¢, quanto os parametros limiares 7y, e como esses estimadores se comportam

no caso do processo aplicado com distribuigao estavel dos residuos.

4.1 Estimacao dos parametros autorregressivos

Primeiramente, serd feita somente a estimacgao dos parametros ¢ pelo método dos minimos

quadrados, supondo que os 7 sdao conhecidos. O modelo AR-MV(p) descrito pela equagao

)
O1Yi1 + &, se Vi1 < 1;

1Y+ 92Yi o + &y, se 1 < Yio1 <y
Y, = . ' (45)

\¢1Yt71 + Yo+ A+ OpYip e, seYiog > i,

pode ser reescrito da forma
Yy = Y1+ 62V () + -+ 6V (1) + 1, (46)

na qual Y; representa o valor mais recente da série temporal, e Yt(z) (vic1) =Y, I(Y >
~i—1) é uma notacao para indicar que o termo Y;_; s6 aparece nos casos em que Y;_; passar
do limiar ~;_1.

Na forma matricial, pode-se reescrever todas as observacoes da forma
2
Yol | Y% Yam) o hGe)| [a] (e
Y=| 1 |=]": : : A (47)
Yo | Yo Y200 - YAGe)] (9] |
ou de forma compacta

Y=Y ¢+e¢, (48)
para poder encontrar a fungao soma dos erros quadraticos
S(¢) =e'e=(Y-Y,¢)" (Y - Y 9)

— (Y - ¢"(Y))(Y — Y3 9)
— Y'Y - Y'Y — ¢T (Y)Y + T (Y)Y
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=YY -2Y'Y:¢ + ¢ (Y)Y, (49)

como mostrado por Fadel [7], que minimizando essa fun¢do para ¢, se obtém a forma

direta do o estimador de minimos quadrados,
9 * * -1 *
¢EMQ = [(Yw)TYw} (Y'y)TY (50)

Dessa forma, o estimador de minimos quadrados dos coeficientes autorregressivos ¢
com o limiar v conhecido é obtido diretamente. Se a distribui¢cao das inovagoes fosse
normal N(0,0?), teria-se que esse estimador seria equivalente ao estimador de maxima
verossimilhanca; essa equivaléncia nao é mantida para a suposicao de inovacoes estaveis.

Para o caso em que o parametro do limiar for desconhecido, o procedimento é analogo
ao descrito acima, substituindo = pelo estimador de minimos quadrados ¥, que serd

obtido a seguir.

4.2 Estimacao dos parametros limiares

Para estimar os coeficientes limiares 4 do processo AR-MV(p), usa-se novamente a forma
matricial da Equagao (47), e como foi realizado, procede-se em obter semelhantemente a
funcao de soma dos erros quadraticos, para esse caso como fungao dos parametros v e ¢,
obtendo
_ T T~/ * T *\ T\ *
S, ) =Y Y-2Y' Yo+ ¢ (Y)Y o, (51)

que substituindo o valor do coeficiente ¢ pelo valor estimado dado pela Equagao (50),

resulta na func¢ao com a forma
T T~7* *\ T *1—1 *\T
SO =YY -Y Y [(Y)) Y]] (Y)Y, (52)

que é usado para determinar qual valor estimado 4 resulta no minimo da funcao de soma

de erros quadraticos, ou seja, qual valor que satisfaz

S('A)’EMQ) < S(v), (53)

que é entao o estimador de minimos quadrados para o limiar.

A estimagao dos coeficientes limiares traz mais complexidade pela forma da funcao de
soma de erros quadraticos apresentada na Equacdo (52) ndo poder ser minimizada anali-
ticamente como para os coeficientes autorregressivos. Portanto, a busca para o argumento

minimo da funcao sera realizado numericamente.

Primeiramente, o conjunto dos possiveis valores de 4 é determinado; limita-se o con-
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junto dos possiveis valores de cada componente de v como

Iy = [ﬁa 7_]]’ (54)

na qual v; e 7; sao os limitantes inferiores e superiores, respectivamente, para 7;. De
forma mais ampla, esse limitantes podem ser os valores extremos, minimo e maximo,
observados na série temporal. Generalizado para o caso multidimensional, com p > 2, o

dominio é dado por

D=Tyx - xTpy = [y,m] X -+ X [9p-1,7p1]- (55)

Para a busca do estimador, o dominio dos coeficientes I', além de aderir as restri¢oes dos

limitantes, pode ser restrito pelo dominio dos valores observados na amostra dos dados, [8]
I'=Tn{Y,...,Y,.}, (56)

permitindo com essa restricdo diminuir os possiveis valores de I em relacdo a I', para
que posse ser feita uma busca mais completa em uma superficie nao-suave, alcangando o

estimado de minimos quadrados

Yemq = argmin S(7). (57)
~yer’

4.3 Resultado da estimacao por minimos quadrados

Com intuito de estudar o comportamento dos coeficientes estimado pelo método dos mini-
mos quadrados, foram realizadas simulagoes de Monte Carlo para gerar r séries temporais
a partir de um mesmo processo AR-MV(p), e para cada uma das realizagoes do pro-
cesso, foram obtidas as estimativas dos coeficientes autorregressivos supondo os limiares
conhecidos, em seguida obtendo a estimativa dos limiares, e estimando novamente os co-
eficientes autorregressivos, e finalmente para comparacoes, foram obtidos os coeficientes

de um processo AR(p) equivalente.

O mesmo processo foi repetido, mudando o tamanho das séries temporais simuladas,
tomando n = 100, 1.000, 10.000. Em todas as simulagoes, foram fixos o nimero de repe-
ticdes r = 1.000, e a distribuicdo dos ruidos brancos Si7(8 = 0,7 = 1/v/2,8 = 0). Para

cada tamanho do processo p = 2, 3,4,5, os valores de ¢ e de v foram mantidos.
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4.3.1 Estimagao por minimos quadrados de AR-MV(2)

Exemplo 9 AR-MV(2) com v = 2, ¢ = (0.60,0.30)

Tabela 10 — Medidas resumo para os estimadores de minimos quadrados do processo

AR—MV(Z)
Parametro Média EP Média EP Média EP
n = 100 n = 1.000 n = 10.000
Modelo AR(2):
o1 0.64407 0.11372 0.64914 0.03343 0.64673 0.01693
0% 0.08369 0.12778 0.13702 0.07003 0.15692 0.05789

Modelo AR-MV(2) com = conhecido:
o1 |y 0.59808 0.08064 0.59680 0.02529 0.59973 0.00834
o2 |y 0.19185 0.42522 0.29374 0.04788 0.29870 0.01176

Modelo AR-MV(2) com ~ desconhecido:
b1 | & 0.59550 0.09747 0.59516 0.02704 0.59952  0.00840
(52 | 4 0.03151 1.70430 0.27927 0.48578 0.29937 0.01134
A1 1.36530 3.17075 1.98443 0.97268 1.99396 0.49919

Tempo 1s 18 s 1172 s

Para o processo AR-MV(2), a Tabela 10 mostra que os estimadores se aproximam do
valor dos coeficientes conforme o tamanho da série aumenta; para o primeiro coeficiente
autorregressivo, o ajuste pelo AR(2) performou menos bem dentre os outros para todos
os valores de n, enquanto eles permaneceram com a média perto do valor verdadeiro, e
sofrendo sempre diminui¢ao do erro padrao; para o segundo coeficiente, nota-se que para
os trés modelos ajustados, a média das estimativas esta longe do valor real, porem com
o aumento do tamanho das séries, os modelos AR-MV(2) se aproximam do valor desse
coeficiente.

As Figuras 27, 28, e 29 mostram o comportamento das distribui¢cbes das estimativas.
Nota-se que para os modelos AR-MV(2), as estimativas ocorrem com mais frequéncia nas
caudas das distribuigoes, fazendo com que hajam mais valores extremos nas distribui¢oes

desses estimadores.
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Figura 27 — Distribui¢ées dos estimadores do processo AR-MV(2), n = 100
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Figura 28 — Distribuigdes dos estimadores do processo AR-MV(2), n = 1.000
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Figura 29 — Distribui¢oes dos estimadores do processo AR-MV(2), n = 10.000

30
[

20

|

50

|

|

|

10

|

0
\

0.4
| | |

0.2

|

O{O

Modelo AR(2)

0.70

\

[ee}

6

|

Densidade
4

2

|

e

|

[ I I I I I I
0.00 0.05 0.10 0.15 0.20 0.25 0.30

¢2

Modelo AR-MV(2) com ~ conhecido

o1 |y

3}0 40

Densidade
20

10

|

|

|

[ I I
0.25 0.30 0.35

b2 | v

Modelo AR-MV(2) com ~ desconhecido

30 40

|

Densidade
10 2}0

0

|

|

L

10 15



52

4.3.2 Estimacio por minimos quadrados de AR-MV(3)

Exemplo 10 AR-MV(3) com v = (1, 3), ¢ = (0.40,0.30, 0.20)

Tabela 11 — Medidas resumo para os estimadores de minimos quadrados do processo

AR-MV(3)
Parametro Média EP Média EP Média EP
n = 100 n = 1.000 n = 10.000
Modelo AR(3):
o1 0.44470 0.11430 0.46436 0.03897 0.46758  0.02073
P2 0.09594 0.12413 0.14106 0.07308 0.15910  0.05918
o3 0.04248 0.10444 0.09088 0.05364 0.11501  0.03710
Modelo AR-MV(3) com ~ conhecido:
o1y 0.39847 0.09565 0.40087 0.02763 0.40017  0.00941
o2 |y 0.24851 0.23048 0.29422 0.04829 0.29893  0.01441
o3 |~y 0.37010 4.94142 0.18605 0.11410 0.19951  0.01566
Modelo AR-MV(3) com « desconhecido:
o1 A 0.40192 0.10917 0.40247 0.03356 0.40065  0.01060
o2 | ¥ 0.19870 2.14260 0.24883 1.63686 0.30051  0.01879
o3 |4 —0.47612 118.86428 0.09798 4.91882 0.18986  0.26849
A1 0.88617 2.06103 1.33499 1.51562 0.08020 32.74791
2 2.66434 2.84568 3.36731 2.91674 3.06765  1.14899
Tempo 1s 53 s 2788 s

Nesse segundo exemplo, a Tabela 11 apresenta os resultados das estimacoes, nota-
se que o modelo AR-MV(3) com = conhecido estimou o terceiro coeficiente bem com o
tamanho da série temporal n = 10.000, para os valores menores, as estimativas apresenta-
vam altos vieses e varidncias. Para o modelo AR-MV(3) com = desconhecido, o segundo
coeficiente precisou od maior valor de n para obter boas estimativas, e para o terceiro
coeficiente, mesmo com o n maximo, ainda teve muita diferenca do valor esperado, com
variancia alta.

As distribui¢oes dos estimadores apresentadas nas Figuras 30, 31, e 32 mostram em
todos os casos, especialmente para o segundo e o terceiro coeficientes autorregressivos,
surgem mais observagoes extremas dos estimadores, tornando as caudas pesadas, enquanto
as estimativas do modelo AR(3) se distribuem com caudas mais leves, aparentando ter

distribuigoes normais.



Figura 30 — Distribuigdes dos estimadores do processo AR-MV(3), n = 100
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Figura 31 — Distribuigdes dos estimadores do processo AR-MV(3), n = 1.000
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Figura 32 — Distribui¢ées dos estimadores do processo AR-MV(3), n = 10.000
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4.3.3 Estimagao por minimos quadrados de AR-MV(4)

Exemplo 11 AR-MV(4) com v = (1,3,5), ¢ = (0.30,0.25,0.20,0.15)

Tabela 12 — Medidas resumo para os estimadores de minimos quadrados do processo

AR-MV(4)
Parametro Média EP Média EP Meédia EP
n =100 n = 1.000 n = 10.000
Modelo AR(4):
b1 0.32586  0.11388 0.33979  0.04366 0.36097  0.01998
ggg 0.07156  0.12398 0.10711  0.06524 0.13461  0.04903
b3 0.03090  0.11640 0.06002  0.05858 0.09128  0.04031
g£4 0.00408  0.10606 0.04760  0.05146 0.08666  0.03353
Modelo AR-MV(4) com = conhecido:
¢21 | v 0.29752  0.10391 0.29714  0.03017 0.30024  0.00906
b | 0.20825  0.36143 0.24429  0.05563 0.24986  0.01525
¢23 | v —0.67352 32.18844 0.18821  0.14059 0.19821  0.01739
(;34 | v 0.42647 42.29023 0.28849  5.05234 0.14919  0.02406
Modelo AR-MV(4) com v desconhecido:
b1 |4 0.30263  0.12148 0.30201  0.03025 0.30808  0.01360
¢22 | 4 0.06508  2.49019 0.37308  4.06161 0.24656  0.39391
b3 | 4 0.39338 19.30512 —0.87905 42.77847 0.27391  4.08644
¢E4 | 4 —1.55966 36.77627 —2.49849 61.35081 0.22896 11.68282
o0l 0.79631  2.04887 1.62240  1.39222 2.05808  1.25615
2 1.89932  2.58229 3.49850  1.91481 3.51882  1.89984
A3 3.55124  5.27517 5.94749  3.90915 5.42616  3.21882
Tempo 2s 39 s 2390 s

Para o exemplo das simulagoes de um processo AR-MV(4), Tabela 12 apresenta as
estatisticas das estimativas dos coeficientes, e nota-se que as estimativas pelo processo
AR(4) nao sao adequadas além de possuir variancia baixa; o processo AR-MV(4) com -~
conhecido é mais adequada quando se observa a média das estimativas obtidas, porém
para os coeficientes mais avancados, as simulagoes precisam ser de tamanho maior, pois
a variancia dos estimadores com n menores foi muito elevada; o processo AR-MV(4) com
~ desconhecido apresenta estimativas com alta varidncia e viés, para os coeficientes 3 e 4,
indicando que para esses casos esse modelo nao foi adequado.

As distribuigoes dos estimadores apresentadas nas Figuras 33, 34, e 35 mostram assim
como nos exemplos anteriores que os estimadores dos coeficientes autorregressivos pelos

modelos AR-MV(4) possuem caudas pesadas, se aproximando de distribuigdes estéveis.
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Figura 33 — Distribuigdes dos estimadores do processo AR-MV(4), n = 100
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Densidade
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Figura 34 — Distribuigdes dos estimadores do processo AR-MV(4), n = 1.000
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Figura 35 — Distribui¢ées dos estimadores do processo AR-MV(4), n = 10.000
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4.3.4 Estimacio por minimos quadrados de AR-MV(5)

Exemplo 12 AR-MV(5) com v = (1,2,3,4), ¢ = (0.30,0.25,0.20,0.10, 0.05)

Tabela 13 — Medidas resumo para os estimadores de minimos quadrados do processo

AR-MV(5)
Parametro Média EP Média EP Média EP
n =100 n = 1.000 n = 10.000
Modelo AR(5):
(Z)l 0.33348 0.11516 0.35369  0.04663 0.35953  0.01974
bo 0.07328 0.11948 0.11074  0.06522 0.13318  0.04945
(2)3 0.04983 0.11306 0.07353  0.05637 0.09553  0.03928
b4 0.00735 0.10742 0.04447  0.03910 0.06232  0.02138
(2)5 0.00859 0.09691 0.03938  0.03873 0.06047  0.01670
Modelo AR-MV(5) com -« conhecido:
le | v 0.30249 0.10745 0.30020  0.02917 0.29957  0.00978
b | v 0.19579 0.25954 0.24268  0.06560 0.24919  0.01434
¢A53 | v 0.06367 2.37733 0.19616  0.08751 0.19887  0.02146
ba |y —2.30678 57.34044 0.08928  0.09638 0.10007  0.01829
¢A55 | v 0.55287 87.39515 0.02564  0.36398 0.04975  0.01760
Modelo AR-MV(5) com « desconhecido:
le | 4 0.31026 0.13275 0.30637  0.03455 0.30443  0.01174
ba | A —0.04117 4.77395 0.21928  0.95339 0.25545  0.02174
¢A53 | 4 47.23789  4013.59389 0.24716  1.92012 0.19915  0.03730
bu | A 111.76641  3544.31344 0.36790  6.87365 0.41942  7.03685
¢A55 | 4 —2634.31969 75204.30473 —2.58265 60.98730 0.12042  3.92936
M 0.69260 1.65973 1.50233  0.85579 1.58060  0.49721
Y2 1.59840 1.93009 2.55405  1.36514 2.29779  1.82621
3 2.54629 2.79148 4.62787  4.37028 3.74929  3.90745
Y4 4.46504 6.35690 9.04190 10.41886 7.27059 12.01646
Tempo 2s 58 s 4499 s

Os resultados das simulagoes apresentados na Tabela 13, mostram que o modelo
AR-MV(5) com « conhecido é adequado para encontrar em média o valor real dos coefici-
entes autorregressivos, tendo que o tamanho da série seja grande, nesse caso n = 10.000.
Para o modelo AR-MV(5) com ~ desconhecido, foi possivel atingir um valor adequado
das estimativas para os trés primeiros coeficientes autorregressivos, com séries de tama-
nho n = 10.000, para os demais, seria necessério séries temporais de tamanho maior; para
os parametros limiares, foi possivel encontrar estimativas adequadas para os trés primei-
ros novamente, o quarto coeficiente divergiu de forma consideravel, e teve alta variancia
nos valores obtidos. Para o modelo AR(5), os coeficientes autorregressivos nao foram
adequados, embora com baixa variancia, tiveram viés alto.

As Figuras 36, 37, e 38 mostram as distribui¢oes das estimativas obtidas. Percebe-se
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Figura 36 — Distribuigdes dos estimadores do processo AR-MV(5), n = 100
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Figura 37 — Distribuigdes dos estimadores do processo AR-MV(5), n = 1.000
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Figura 38 — Distribuigdes dos estimadores do processo AR-MV(5), n = 10.000
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que novamente para esse exemplo que os coeficientes estimados pelos modelos AR-MV(5)
possuem caudas pesadas com valores extremos, e em alguns casos, uma forte assime-
tria, tanto a esquerda quanto a direita. Os estimadores dos limiares possuem geralmente
assimetria a direita. Os estimadores do modelo AR(5) como visto na tabela, possuem

variancia menor, aparentam ter cauda mais leve, podendo ser normalmente distribuidos.

4.4 Resultado dos estimadores de minimos quadrados

Apoés a observagao dos resultados das simulagoes do modelo AR-MV(p), e estimagao dos
parametros pelo método dos minimos quadrados, constata-se primeiramente que os coefi-
cientes obtidos pelo ajuste de um processo AR(p) de memoria equivalente sao estimadores
tendenciosos, com variancia baixa, e distribuicao de cauda leve, similar a normal.

Os estimadores coeficientes autorregressivos obtidos pelo ajuste do modelo AR-MV (p),
usando os coeficientes limiares v como parametro das simulagoes foram os mais adequa-
dos em termos da diferenca em média com os valores fixados para a simulagao. Esses
estimadores convergem para o valor verdadeiro com o aumento do tamanho n das séries
temporais simuladas. Esse aumento de n como visto depende da memoria maximo p do
modelo, visto que os coeficientes autorregressivos das ordens menores sao os primeiros a
convergir dado um tamanho n.

Para os modelos AR-MV(p) que usam os valores estimados dos limiares, 4, para
estimar os coeficientes autorregressivos. Esses estimadores obtidos se distribuem com
cauda mais pesada, e com mais viés para o mesmo tamanho n da série temporal do que
os estimadores obtidos com o limiar conhecido. Esses estimadores portanto sao menos
adequados do que os anteriores, porém vém da necessidade de estimar os limiares, que
podem nao ser conhecidos na estimagao de séries nao obtidas por simulacao direta.

Os estimadores dos coeficientes limiares por minimos quadrados também apresentaram
caudas pesadas, com valores extremos, e em muitos casos forte assimetria a direita. Com
o aumento do tamanho da série, pode-se obter estimadores menos tendenciosos, porém
com dificuldade nos casos de muitos limiares.

Finalmente, apesar de oferecerem facilidade por possuir uma forma definida de obter
as estimativas, os estimadores de minimos quadrados nao sao adequados para o caso
do processo AR-MV(p) ser gerado com residuos estéveis, pois a série precisaria de um
numero de observagoes n muito alto se o modelo tivesse memoria grande para ter mais

assertividade na estimacao dos coeficientes autorregressivos e limiares.
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5 Estimacao do Modelo AR-MV por Maxima Veros-
similhanca

Nessa segao, o modelo AR-MV(p) é estimado de uma segunda forma, pelo método de mé-
xima verossimilhanca, e estudam-se os comportamentos destes estimadores por simulagoes
de Monte Carlo.

Para a obtengdo dos estimadores de méxima verossimilhanga, cada série temporal
simulada foi reescrita da forma matricial, dada pela Equacao 47, e de forma a isolar o
residuo,

e=Y Yo, (58)

e obter a fun¢gdo de maxima verossimilhanga

L(e|¢) = ert (59)

t=p+1

e a funcao de log-verossimilhanca, aplicando o logaritmo,

() = log(L(e | ¢)) Z log f(ct), (60)

t=p+1

calculadas pela funcdo de densidade da distribuicao estavel. Obtendo a funcdo de log-
verossimilhanca, os coeficientes ¢ foram ajustados pelo método de Nelder-Mead [15] de

forma a maximizar essa funcao, obtendo os estimadores de méaxima verossimilhanca

Gy = argmax L(e | ¢) = argmax ((¢p). (61)

PERP HERP
Apés a finalizacao das simulagoes e estimacgao dos parametros de cada sequéncia, foi
gerada uma tabela resumindo os resultado, mostrando a média, erro padrao, e o valor p

do teste de normalidade de Shapiro-Wilk [19], assim como o tempo total de execucao.

5.1 Estimacao de modelos AR-MV(2)

~

Primeiramente, foram estudados os estimadores dos coeficientes autorregressivos ¢ =
(¢21, (52) do modelo AR-MV(2), e como eles sao afetados pelo valor do «, usado na simu-
lacao para gerar os valores do ruido branco, com a distribuicao estavel.

Em cada um desses exemplos, um modelo AR-MV(2) com limiar v = 2 foi escolhido
para serem geradas varias simulagoes, com o a e ¢ fixos, porém mudando o tamanho das
séries temporais n geradas, e o nimero de réplicas r, para determinar o nimero de séries

que serao geradas.
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Exemplo 13 AR-MV(2) com ao = 1.4 ¢ = (0.1,0.8)

Tabela 14 — Medidas resumo para os estimadores de maxima verossimilhanca do

Exemplo 13
r n  Estatistica $1=0.1  ¢2=0.8 Tempo (em s)
Média 0.09613 0.57691
100  Erro Padrao 0.05676 5.52043 1130
P <0.00001 < 0.00001
Meédia 0.10000 0.79482
1.000  1.000 Erro Padrao 0.00899 0.04662 9148
P < 0.00001 < 0.00001
Média 0.10003 0.79995
10.000 Erro Padrao 0.00156 0.00215 92141
D < 0.00001 < 0.00001

Para o primeiro exemplo dos estimadores de méxima Verossimilhanca, foi aplicado
um modelo AR-MV(2) com os coeficientes ¢ = (0.1,0.8) e o = 1.4 para a distri-
buicao dos residuos, e variando o tamanho das séries temporais geradas, escolhendo
n = 100, 1.000,10.000. A Tabela 14 mostra que as estimativas para simulagoes de sé-
ries a partir do tamanho n = 1.000 se aproximam em média do valor real, para os dois
coeficientes autorregressivos.

A Figura 39, representando para cada caso o histograma e o grafico Q-Q de cada coefi-
ciente, indica que para o parametro ¢, os estimadores de maxima verossimilhanca sempre
tem a cauda um pouco mais pesada do que a distribuicdo normal. Para o coeficiente ¢s,
as distribuicoes dos estimadores também apresentam cauda pesada, com menos valores

extremos conforme aumenta-se o tamanho da série n.
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Exemplo 14 AR-MV(2) com a = 1.5 ¢ = (0.2,0.6)

Tabela 15 — Medidas resumo para os estimadores de maxima verossimilhanca do

Exemplo 14
r n  Estatistica $1 =02  ¢2=0.6 Tempo (em s)
Média 0.20255 0.33413
100  Erro Padrao 0.06474 7.19220 912
P <0.00001 < 0.00001
Meédia 0.19981 0.59581
1.000  1.000 Erro Padrao 0.01255 0.04345 8239
P < 0.00001 < 0.00001
Média 0.19976 0.60001
10.000 Erro Padrao 0.00262 0.00409 82990
D < 0.00001 < 0.00001

Pelos resultados apresentados na Tabela 15 sobre as simulagdo com o = 1.5, o es-
timador g51 aparenta ser nao tendencioso para os trés tamanhos de n; o estimador ngSQ é
adequado para os tamanhos da série a partir de n = 1.000.

As distribuicoes apresentadas na Figura 40 indicam que o estimador q@l possui caudas
menos pesadas do que as das distribui¢goes no exemplo anterior. Para o estimador qASQ,
nota-se novamente que a distribuicao possui cauda menos pesada para o tamanho da

série temporal n maior, e mais valores extremos para n menor.
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Figura 40 — Distribuigoes dos estimadores do Exemplo 14
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Exemplo 15 AR-MV(2) com ao = 1.6 ¢ = (0.3,0.2)

Tabela 16 — Medidas resumo para os estimadores de maxima verossimilhanca do

Exemplo 15
r n  Estatistica $1 =03  ¢2=0.2 Tempo (em s)
Média 0.29929 2.14768
100  Erro Padrao 0.07242  36.59203 991
D < 0.00001 < 0.00001
Meédia 0.29899 0.19619
1.000  1.000 Erro Padrao 0.01662 0.06072 9789
P 0.00009 < 0.00001
Média 0.29991 0.19988
10.000 Erro Padrao 0.00382 0.00740 100206
D < 0.00001 < 0.00001

Nesse exemplo, com o = 1.6, os estimadores, como mostra a Tabela 16, sdo adequados
para séries temporais de tamanho n = 1.000, ou maiores, e para menores, o estimador do
primeiro coeficiente autorregressivo possui alta variancia, e para o do segundo coeficiente,
apresentou variancia muito maior do que seria adequado.

As distribuicoes desses estimadores, como mostra a Figura 41, continuou tendo cauda
menos pesada, ainda leptocurtica comparada com uma distribuicao normal, no caso de ng
e distribui¢oes com caudas mais leves conforme aumenta o n, para o ¢A>2. Nota-se que na
distribuicao do estimador (52 no caso de n = 100, houveram trés observagoes fortemente

discrepantes, que sao uma explicagdo para os valores obtidos na tabela.



71

Figura 41 — Distribuigoes dos estimadores do Exemplo 15
n = 100
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Exemplo 16 AR-MV(2) com a = 1.7 ¢ = (0.8,0.1)

A partir desse exemplo, os estudos dos comportamentos dos estimadores de verossi-
milhanca levam em conta o niimero de réplicas r de séries temporais em cada caso, assim
como o numero de observacoes n dentro de cada série. Para esse exemplo com o = 1.7, a
Tabela 17 apresenta as estatisticas para os estimadores, e pode-se observar que os estima-
dores aparentam ser nao tendenciosos em todos os casos, e apresentam variancia pequena
a partir de n = 5.000, e para qualquer valor de r escolhido.

Nas distribuicoes apresentadas nas Figuras 42, 43, e 44, observa-se que para o estima-
dor ngSI, as caudas observadas sao um pouco mais pesadas do que as de uma distribuigao
normal, e proximas o suficiente para r = 500 e r = 1.000. Para @1, observam-se caudas
mais pesadas do que para o primeiro estimador, apresentando mais normalidade somente

para os casos com n = 10.000 e » = 500, 1.000.



Tabela 17 — Medidas resumo para os estimadores de maxima verossimilhanga do

Exemplo 16
n r Estatistica $»1=0.8 ¢2=0.1 Tempo (em s)
Média 0.79746 0.09573
100 Erro Padrao  0.01560 0.02866 1021
D 0.39186 0.00171
Média 0.80018 0.09485
200 Erro Padrao  0.01378 0.02433 2044
P 0.01498 0.00003
1.000
Média 0.79956 0.09866
500 Erro Padrao  0.01368 0.02274 4906
D 0.04468 < 0.00001
Média 0.79904 0.09710
1.000 Erro Padrao  0.01411 0.02373 9499
D 0.00074 < 0.00001
Média 0.79826 0.10156
100 Erro Padrao  0.00574 0.00823 4957
D 0.60781 0.96444
Média 0.80033 0.09885
200 Erro Padrao  0.00593 0.00892 10200
D 0.06135 0.26265
5.000
Média 0.80010 0.09903
500 Erro Padrao  0.00540 0.00791 25061
D 0.03212 0.00040
Média 0.79994 0.09932
1.000 Erro Padrao  0.00563 0.00861 48471
D 0.00041 < 0.00001
Média 0.79959 0.10049
100 Erro Padrao  0.00446 0.00553 10095
D 0.03748 0.26510
Média 0.80007 0.09984
200 Erro Padrao  0.00383 0.00510 19330
D 0.00034 0.06846
10.000
Média 0.80001 0.09954
500 Erro Padrao  0.00378 0.00510 49600
D 0.86592 0.32157
Média 0.79973 0.10009
1.000 Erro Padrao  0.00382 0.00529 101104
D 0.05443 0.56894
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Figura 42 — Distribui¢oes dos estimadores do Exemplo 16, n = 1.000

o]
° o]
) B
@ o]
[}

T T T T T T
[ro Q010 S60°0 G800
SIRIJSOUTY S1IUen()

B
L
;
L
=N
I T T T T T ]
0Z1r 001 08 09 or 02 0

apepIsua(]

T T T
018°0 008°0 06L°0

SIRIJSOUTY S1Iueny)

O

/@@o |

T
ST 00T 0%
opepIsua

-3

0.085 0.095 0.105 0.115

3

0.800 0.810

0.790

[e]
Q — ™
S S
2 = .=
: :
bS] S
= | o &
£l -
o) - o
. ,
[¢]
T T T I
Ga1'o 01°0 <00 00°0
STRIJSOWY SIjueng)
O
[in)
E
==l
ﬁ =
I [ = ~N
.
(=
S
(=)
(=)
S
[
o [ T T 1
S a1 0T G 0
x opepisua(
Il
~
=} Q
: :
3 bS]
= &
B g
< <
=} =
c c
T T T I
280 08°0 8.0 9.0
sTRIjsOWyY Sjuene)
[
0
S
(=)
- X o
& [ : S&
0
I~
S
o
~
J T T T T T T |
i€ 06 9 0c 91U o1 g 0

apepIsua(]

o] g
N — o™
z
-2 L
bS]
o ﬂ <
- F .
T3
&
NI -
% o
o = o[ ?
T T I ' T T T T
[ 80] 010 500 0] (101 €00 00°0
STRIJSOUTY STIURN() STRIJSOWY SIjuent)
g [in]
= 3
m < S
C — o [ L w
r , = L S
L I
- 2
- 3
3 o
S
 — (=}
Bls
T T T T T T 13 o T T T T 1
mvm ¢ 0t ST 0T G 0 S 0g 9 01 ¢ 0
Y opepIsua([ < apepIsua(
P —
= « ~ e
%
- .8 L~
2
=] M —
- L
(=1 !
&
- &
OONV o ]
(o] (¢}
o| o o[ ?
T T T I ' T T T T T I
280 08°0 8L°0 9.0 80 @80 080 840 9L0 ¥LO
STRIJSOWY STIUeRN() STRIjSOWY Sjuent)
M g h
o@ o
fem} | o o)
: S
=} [
0 [ =
S . [
& I *
o0
_w_m S ,l_ﬂ s
- L
=
_m - 1L
M T T T ] j T T T T T ] S
o 0¢ 0¢ 0t 0 0¢ ¢ 0c ST OI ¢ 0
opepIsuo(J opepIsua(J

f;) Quantis Tedricos

Quantis Tedricos



Densidade

Densidade

10

Densidade

Densidade

25

20

15

10—

20

15

10

0.

Figura 43 — Distribuigoes dos estimadores do Exemplo 16, n = 5.000
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Figura 44 — Distribuigoes dos estimadores do Exemplo 16, n = 10.000
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Exemplo 17 AR-MV(2) com o = 1.8 ¢ = (0.6,0.2)

A Tabela 18 mostra que para o exemplo de simula¢oes do AR-MV(2) com oo = 1.8, o
estimador le do primeiro coeficiente autorregressivo é adequado por ser nao tendencioso
e ter variancia baixa, para os valores de n e r determinados nestas simulagées. Quanto
ao estimador para o segundo coeficiente, percebe-se que o estimador é igualmente nao
tendencioso, porém a variancia é relativamente alta para os casos com n = 1.000, e mais
adequada para os casos com n, pelo erro padrao observado ir decaindo.

As distribuigoes apresentadas nas Figuras 45, 46, e 47 mostram que o estimador ggl se
aproxima da normalidade em todos os casos observados, tendo cauda quase mesocurtica,
sendo apenas um pouco mais pesada do que a normal em alguns casos, notavelmente
para r = 100. Para o estimador ggg, as caudas permaneceram um pouco mais pesadas,
e nos casos dos valores observados para n = 1.000, houve mais valores extremos nas
distribuigoes, e caudas em comparagao muito mais pesadas do que nos outras observacoes

com n maiores.
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Tabela 18 — Medidas resumo para os estimadores de maxima verossimilhanca do

Exemplo 17
n r Estatistica ¢1=0.6 ¢2 =0.2 Tempo (em s)
Média 0.59812 0.19227
100 Erro Padrao  0.01960 0.05277 865
D 0.61565 0.00002
Média 0.60118 0.19150
200 Erro Padrao  0.01972 0.05018 1737
D 0.94260 0.00624
1.000
Média 0.59947 0.19177
500 Erro Padrao  0.01995 0.05707 4194
D 0.48383 < 0.00001
Média 0.59945 0.19087
1.000 Erro Padrao  0.02007 0.05668 8396
D 0.00309 < 0.00001
Média 0.59942 0.19883
100 Erro Padrao  0.00810 0.01916 4810
D 0.31678 0.39467
Média 0.59928 0.20226
200 Erro Padrao  0.00894 0.01735 9191
D 0.64684 0.00073
5.000
Média 0.59997 0.19893
500 Erro Padrao  0.00805 0.01620 22881
D 0.04797 0.03782
Média 0.59995 0.19848
1.000 Erro Padrao  0.00836 0.01708 44377
D 0.00013 < 0.00001
Média 0.59963 0.19917
100 Erro Padrao  0.00557 0.01038 9755
D 0.21775 0.50636
Média 0.59959 0.20063
200 Erro Padrao  0.00500 0.00952 17800
D 0.11571 0.64335
10.000
Média 0.59971 0.19993
500 Erro Padrao  0.00576 0.01052 49734
D 0.52238 0.00347
Média 0.60015 0.20026
1.000 Erro Padrao  0.00568 0.01080 97608
D 0.52518 < 0.00001
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Figura 45 — Distribuigoes dos estimadores do Exemplo 17, n = 1.000
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Figura 46 — Distribuigoes dos estimadores do Exemplo 17, n = 5.000
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Figura 47 — Distribuigoes dos estimadores do Exemplo 17, n = 10.000
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Exemplo 18 AR-MV(2) com aa =1.9 ¢ = (0.2,0.3)

A Tabela 19 apresenta as estatisticas resumos da simula¢do do modelo AR-MV(2) com
a = 1.9. Nota-se que nesse exemplo o estimador él ainda é adequado quanto a média
tanto quanto a varidncia. Para o estimador QASQ, possivelmente por nesse exemplo ter sido
escolhido um valor pequeno para as simulacoes, o erro padrao observado para os casos
com n = 1.000 foi relativamente alto, e ficou mais adequado com n = 5.000, 10.000.

Pelas Figuras 48, 49, e 50, nota-se que ha um contraste maior no comportamento
das distribui¢des dos estimadores. As distribui¢oes do estimador ggl para esse exemplo
ficaram mais proximas da normal, em cada caso sendo mesocurtica. O estimador ég, ao
contrario, apresentou caudas pesadas nas distribui¢oes, sendo sempre algum de grau de

leptocirtica, para todos os valores do tamanho da série n e do nimero de réplicas r.



Tabela 19 — Medidas resumo para os estimadores de maxima verossimilhanga do

Exemplo 18
n r Estatistica $»1=0.2  ¢2=0.3 Tempo (em s)
Média 0.19624 0.24572
100 Erro Padrao  0.02985 0.57210 1035
D 0.99734 < 0.00001
Média 0.20421 0.30532
200 Erro Padrao  0.02803 0.53660 2055
D 0.56125 < 0.00001
1.000
Média 0.19994 0.24360
500 Erro Padrdo  0.02852 0.64715 5255
D 0.28539 < 0.00001
Média 0.20015 0.22831
1.000 Erro Padrao  0.02846 0.79017 10554
D 0.83116 < 0.00001
Média 0.19785 0.29784
100 Erro Padrao  0.01190 0.09239 4632
P 0.98926 < 0.00001
Média 0.20055 0.29456
200 Erro Padrao  0.01180 0.10385 9551
P 0.28634 < 0.00001
5.000
Média 0.20005 0.29354
500 Erro Padrao 0.01172 0.09880 23150
D 0.43942 < 0.00001
Média 0.20043 0.29179
1.000 Erro Padrao 0.01145 0.10402 46534
D 0.38299 < 0.00001
Média 0.20023 0.29635
100 Erro Padrao  0.00773 0.05822 10692
D 0.31874 0.00004
Média 0.19890 0.29593
200 Erro Padrao  0.00816 0.04584 21661
D 0.39861 < 0.00001
10.000
Média 0.20019 0.29719
500 Erro Padrao  0.00778 0.05384 54628
D 0.72852 < 0.00001
Média 0.20038 0.29457
1.000 Erro Padrao 0.00814 0.05176 108170
D 0.79822 < 0.00001
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Figura 48 — Distribui¢oes dos estimadores do Exemplo 18, n = 1.000
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Figura 49 — Distribuigoes dos estimadores do Exemplo 18, n = 5.000
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Figura 50 — Distribuigoes dos estimadores do Exemplo 18, n = 10.000
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5.1.1 Resultados da estimacio para os modelos AR-MV(2)

A partir das estimagoes realizadas por simulagoes de diversos processos AR-MV(2), pode-
se concluir que a método de méaxima verossimilhanca é adequado para o ajuste desse
modelo. Nota-se também que a distribuicao apresenta dos estimadores apresenta cauda
menos pesada quanto maior o valor de « escolhido. Além disso, percebe-se que para
um mesmo modelo, foi necessario um tamanho menor do tamanho n da série temporal
para se obter uma estimativa adequada do primeiro coeficiente autorregressivo, ¢, do
que para o segundo, ¢,. Finalmente, para se observar o comportamento das distribuicao,
necessitou-se nesse estudo a partir de » = 500 réplicas de séries temporais a partir do
tamanho n = 1.000.

5.2 Estimacao de modelos AR-MV(3)

Para os estudo do comportamento dos estimadores de méxima verossimilhanca nos pro-
cessos AR-MV(3), foi adaptado uma metodologia semelhante as simulag¢oes dos processos
AR-MV(2). Nesses estudos, foram escolhidos os tamanho das séries como n = 1.000,
e r = 500 réplicas. Em todos os casos, foram determinados os valores dos parametros
limiares em v = (1,3). Apoés cada simulagdao, foram estimados os coeficientes, para se
obter a média da amostra, o erro padrao, e o resultado do teste de Shapiro-Wilk, assim
como construidos os histogramas das distribuicoes, e os graficos Q-Q, comparando-as a

distribuicao normal.

Exemplo 19 AR-MV(3) com a = 1.4 ¢ = (0.1,0.3,0.5)

Tabela 20 — Medidas resumo para os estimadores de maxima verossimilhanca do
Exemplo 19

n r Estatistica ¢1 =0.1 $2=03 ¢3=0.5 Tempo (em s)

Média 0.09854 0.29517 0.49826
1.000 500 Erro Padrao 0.01481 0.03484 0.03907 4121
D < 0.00001 < 0.00001 < 0.00001

A Tabela 20 mostra que para os estimadores autorregressivos no modelo AR-MV (3)
com « = 1.4 sdo adequados, pois a amostra obtida de estimativas conteve os valores reais
dos parametros dentro do erro padrao estimado.

As distribuigdes apresentadas na Figura 51 mostram que as distribui¢oes obtidas da
estimacgao por maxima verossimilhanga possuem cauda pesada, e assimetria nos valores
obtidos.
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Figura 51 — Distribuigoes dos estimadores do Exemplo 19

S 8- q h J S q
(=] <
w_ < & =
ot =]
(=]
e [or)
5} 7 < O | % 5} b7
i ] < S+ g o~ 3 = 8 -
g g S - £
2 ] < % < % < 37
5} 2 5} 2 5} 2
A = 2] A E_|o A s <
£S £ 2 i34 &8
o] c b c w0 — c o
- =_|
ST S lo
S &
o— S o o— ] o g—o
[ T T 1 T T T T 17T T 1T 1T 171 T T T 1T 1T T T 17T 7177171 T T T T 17T
0.05 015 -3 -1 1 3 -01 01 03 -3 -1 1 3 02 04 06 038 -3 -1 1 3
P Quantis Tedricos o2y Quantis Tedricos b3 Quantis Tedricos
Exemplo 20 AR-MV(3) com a = 1.5 ¢ = (0.2,0.3,0.4)

Tabela 21 — Medidas resumo para os estimadores de maxima verossimilhanca do

Exemplo 20
n r  Estatistica $p1 =02 ¢$2=03 ¢3=04 Tempo (em s)
Média 0.19989 0.29797 0.39343
1.000 500 Erro Padrao 0.01800 0.03815 0.03998 3836
p < 0.00001 < 0.00001 < 0.00001

Para esse exemplo do modelo AR-MV(3) com a = 1.5, os resultados na Tabela 21

500 repeticoes de séries temporais de

mostram que novamente, as simulagoes de r

tamanho n 1.000 foram suficientes nesse caso para mostrar que os estimadores de
maxima verossimilhanca sao nao-enviesados dentro de um intervalo razoavel para conter
os valores determinados para simular as séries.

A Figura 52 mostra as distribuigdes obtidas pelas repetigoes de estimagao, nota-se que
essa distribuicoes possuem cauda pesada, e em alguns casos valores extremos que podem

influenciar fortemente as estatisticas dessas amostras.

Figura 52 — Distribuigoes dos estimadores do Exemplo 20
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Exemplo 21 AR-MV(3) com ao = 1.6 ¢ = (0.3,0.2,0.1)

Tabela 22 — Medidas resumo para os estimadores de maxima verossimilhanca do
Exemplo 21

n r Estatistica $»1 =03 ¢$2=02 ¢3=0.1 Tempo (em s)

Média 0.29985 0.19863 0.09900
1.000 500 Erro Padrao  0.01908 0.03783 0.05753 4389
D 0.00010 < 0.00001 < 0.00001

Para esse exemplo de estimacao do modelo AR-MV(3) com a = 1.6, a Tabela 22
mostra que os estimadores de maxima verossimilhanca sao adequados, notando que para
o terceiro parametro ¢s, o erro é superior ao valor, pois nesse exemplo o valor escolhido
para o coeficiente foi mais baixo.

A Figura 53 mostra que as distribui¢oes dos estimadores ainda possuem cauda pesada,

porém menos pesada do que as do exemplos anteriores.

Figura 53 — Distribuigoes dos estimadores do Exemplo 21
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Exemplo 22 AR-MV(3) com a = 1.7 ¢ = (0.5,0.3,0.1)

Tabela 23 — Medidas resumo para os estimadores de maxima verossimilhanca do
Exemplo 22

n r Estatistica $»1 =05 ¢2=03 ¢3=0.1 Tempo (em s)

Média 0.49867  0.29843 0.09424
1.000 500 Erro Padrao 0.02238  0.03412 0.04453 5053
D < 0.00001  0.00027 < 0.00001

A Tabela 23 mostra que para o exemplo do modelo AR-MV(3)com o = 1.7, o estima-
dores permaneceram adequados, proximos dos valores determinados, e com erro baixo.
A Figura 54 mostra que as distribui¢oes obtidas possuem caudas um pouco pesadas,

e sao simétricas, com poucos valores extremos.

Figura 54 — Distribuigoes dos estimadores do Exemplo 22
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Exemplo 23 AR-MV(3) com a = 1.8 ¢ = (0.4,0.3,0.2)

Tabela 24 — Medidas resumo para os estimadores de maxima verossimilhanca do
Exemplo 23

n r Estatistica $1=04 ¢2=0.3 ¢3=0.2 Tempo (em s)

Média 0.39844  0.29614 0.18516
1.000 500 Erro Padrao 0.02484  0.04345 0.07533 4679
D 0.00007  0.00009 < 0.00001

A Tabela 24 mostra que para esse exemplo com « = 1.8, as estimativas para as séries
simuladas se encontraram perto dos valores determinados para os coeficientes, com uma
baixa magnitude no erro calculado.

A Figura 55 mostra que as distribui¢oes obtidas se aproximam ainda mais da distri-
bui¢ao normal, com caudas menos pesadas, e apenas um caso de valor extremo para o

parametro ¢3, resultando em uma distribuicao levemente assimétrica.

Figura 55 — Distribuigoes dos estimadores do Exemplo 23
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Exemplo 24 AR-MV(3) com o =1.9 ¢ = (0.1,0.2,0.3)

Tabela 25 — Medidas resumo para os estimadores de maxima verossimilhanca do
Exemplo 24

n r  Estatistica ¢ =01 ¢2=02  ¢3=0.3 Tempo (em s)

Média 0.10097 0.19394 0.27241
1.000 500 Erro Padrao 0.02796 0.08718 0.62258 4748
D 0.85166 < 0.00001 < 0.00001

Para esse exemplo, foram estimados os coeficientes autorregressivos pelo método da
méxima verossimilhanga para um processo AR-MV(3) com a = 1.9. A Tabela 25 mostra
os resultados dessa estimativas, e nota-se que em média, elas foram proximas dos valores
verdadeiros determinados para a simulacdo, e os erros calculados foram relativamente
baixos.

A Figura 56 mostra que a distribui¢ao do estimador ngﬁl ¢ semelhante a distribuicao
normal; a distribuicao do estimador ég nao possui cauda pesada, porém houve um valor
extremo na amostra, fazendo que essa distribuicao amostrada seja levemente assimétrica;

a distribuicao do estimador ¢3 apresentou simetria e caudas bem pesadas.

Figura 56 — Distribuigoes dos estimadores do Exemplo 24
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5.2.1 Resultado da estimagio para os modelos AR-MV(3)

Com esses exemplos de estimacdo por maxima verossimilhanca para diversos processos
AR-MV(3), pode-se concluir que esse método é adequado para se estimar os trés coeficien-
tes autorregressivos do modelo, com uma série temporal observada de tamanho n = 1.000.
Com as amostras nesse processo de simulacdo com r = 500 repeticoes, nota-se também
que as distribuigoes dos estimadores tendem a ter caudas menos pesadas para valores do

parametro de estabilidade « das distribui¢oes dos residuos.
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5.3 Estimacdo de modelos AR-MV(4) e AR-MV(5)

Para a estimacgdo dos modelos AR-MV(4) e AR-MV(5), foram novamente escolhidos os
tamanhos n = 1.000 das séries temporais, com r = 500 repeticoes, para as simulagoes
iniciais dos estimadores. Quando necessarios, esses valores foram aumentados para estudar
o comportamento das distribuicoes.

Para os modelos AR-MV(4), foram escolhidos como limares v = (1, 3,5), e feitas as
simulagoes de Monte Carlo para os valores @ = 1.4,1.6,1.7,1.9 para a distribuicao das
inovagoes aleatérias. Para os modelos AR-MV(5), foram escolhidos v = (1,2,3,4), e
a=16,1.9.

Exemplo 25 AR-MV(4) com a = 1.4 ¢ = (0.15,0.20,0.25, 0.30)

Tabela 26 — Medidas resumo para os estimadores de maxima verossimilhanca do
Exemplo 25

n r Estatistica $1 =015 ¢2 =020 ¢3=0.25 ¢4 =0.30 Tempo (em s)

Média 0.14990 0.19833 0.24079 0.29698
1.000 500 Erro Padrao 0.01537 0.04054 0.10993 0.18464 5897
p < 0.00001 < 0.00001 < 0.00001 < 0.00001

Para esse primeiro exemplo do modelo AR-MV(4), com o = 1.4, a Tabela 26 apresenta
os resultados das simulagoes. Nota-se a partir desses resultados que os estimadores de
maxima verossimilhancga sao nao-tendenciosos, e o erro padrao obtido foi limitado.

A Figura 57 apresenta as distribui¢oes dos quatro coeficientes autorregressivos, e nota-
se que essas sao distribui¢cdes com caudas pesadas, e levemente assimétricas, com alguns

valores extremos.
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Exemplo 26 AR-MV(4) com a = 1.6 ¢ = (0.20,0.15,0.10,0.05)

Tabela 27 — Medidas resumo para os estimadores de maxima verossimilhanca do

Exemplo 26
n r Estatistica $1 =020 ¢2=0.15 ¢3=0.10 ¢4 =0.05 Tempo (em s)
Média 0.19856 0.15168 0.09041 0.03861
1.000 500 Erro Padrao 0.01905 0.04338 0.14379 0.52364 7820
D 0.00001 < 0.00001 < 0.00001 < 0.00001

A Tabela 27 apresenta os resultados do exemplo de estimagao para o modelo AR-MV (4)
com « = 1.6. Essas estatisticas obtidas mostram que os estimadores dos dos primeiros
coeficientes chegaram proximos ao valor determinado para a simulagao, com erro calcu-
lado nao sendo muito elevado. Para os coeficientes ¢35 e ¢4, 0 erro padrao obtido nessa
amostra foi mais elevado, comparado ao valor absoluto do coeficiente.

A Figura 58 apresenta as distribuicoes dos coeficientes para cada coeficientes, nota-se
que todos os quatro sao aproximadamente simétricos e comportam cauda pesada, tendo

que as distribui¢oes para os dois primeiros sao menos pesadas do que para os restantes.

Figura 58 — Distribuigoes dos estimadores do Exemplo 26
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Exemplo 27 AR-MV(4) com a = 1.7 ¢ = (0.30,0.25,0.20,0.15)

Tabela 28 — Medidas resumo para os estimadores de maxima verossimilhanca do

Exemplo 27
n r Estatistica $1 =030 ¢2=0.25 ¢3=0.20 ¢4=0.15 Tempo (em s)
Média 0.29947 0.24690 0.18756 0.16698
500 Erro Padrao 0.02114 0.05658 0.13380 1.07725 7506
1000 D 0.01316 < 0.00001 < 0.00001 < 0.00001
. Média 0.29970 0.24559 0.19241 0.15604
1.000 Erro Padréao 0.02259 0.04100 0.09230 0.74177 16086
p < 0.00001 < 0.00001 < 0.00001 < 0.00001

Para esse exemplo de estimacdo do modelo AR-MV(4) com « = 1.7, foram geradas
duas amostras de séries temporais, com r = 500,1.000 réplcias, ambas com séries de
tamanho n = 1.000. A Tabela 28 mostra os resultados obtidos nessas simulagoes. Nota-se
que para as duas amostras, os estimadores obtidos foram nao-viesados, e para a amostra
com mais séries geradas, o erro calculado foi menor.

A Figura 59 mostra os resultados dos estimadores, e nota-se novamente nos dois casos,
que para os dois primeiros coeficientes autorregressivos, as distribui¢coes possuem caudas

menos pesadas do que para os coeficientes seguintes.
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Figura 59 — Distribuigoes dos estimadores do Exemplo 27
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Exemplo 28 AR-MV(4) com a = 1.9 ¢ = (0.05,0.10, 0.15,0.20)

Tabela 29 — Medidas resumo para os estimadores de maxima verossimilhanca do

Exemplo 28
n r Estatistica $1=0.05 ¢2=0.10 ¢3=0.15 ¢4 =0.20 Tempo (em s)
Média 0.04971 0.09764 0.16333 0.23922
500 Erro Padrao 0.02866 0.07399 1.30543 7.09997 7853
1000 D 0.91202 0.39754 < 0.00001 < 0.00001
. Média 0.04916 0.09668 0.25859  —0.03774
1.000 Erro Padrao 0.02929 0.08001 3.30915 9.60486 16889
P 0.56443 < 0.00001 < 0.00001 < 0.00001

Da mesma forma do exemplo anterior, para a estimagao do modelo AR-MV(4) com
a = 1.9, foram geradas duas amostras, mudando somente o niimero de réplicas de séries
temporais. A Tabela 29 mostra os resultados obtidos. Nota-se que para os dois primei-
ros coeficientes, o estimador de maxima verossimilhanca foi nao tendencioso, com erro
calculado relativamente baixo. Para os coeficientes ¢s3, ¢4, houve mais significincia no
erro obtido, o que resultou em estimativas menos confiaveis, o que conclui que deveriam
ser geradas novas amostras, aumentando o nimero de observagoes nas séries temporais
simuladas.

A Figura 60 apresenta as distribuicoes obtidas nas simulagoes realizadas. Nota-se
que ha uma forte diferenca entre as distribui¢coes dos estimadores para os parametros
01, @2, € para ¢3, ¢4. Para os dois primeiros, as distribui¢oes sao préximas da distribuicao
normal, com caudas leves, simetria, e poucos exemplos de valores extremos. Para os dois
coeficientes seguintes, nota-se que alguns valores extremos para os estimadores influenciam
fortemente as distribuicoes, obtendo-se forte assimetria em alguns casos, e caudas mais

pesadas.
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Figura 60 — Distribui¢oes dos estimadores do Exemplo 28
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Exemplo 29 AR-MV(5) com a = 1.6 ¢ = (0.30,0.25,0.20,0.10, 0.05)

Tabela 30 — Medidas resumo para os estimadores de maxima verossimilhanca do

Exemplo 29

n r  Estatistica ¢1 =030 ¢2 =025 ¢3=020 ¢4 =010 ¢5=0.05 Tempo
(em s)

Média 0.29995 0.24808 0.19749 0.09152 0.03839
500 Erro Padrao 0.01999 0.05391 0.05176 0.07557 0.11715 9940

1000 D 0.00533 < 0.00001 < 0.00001 < 0.00001 < 0.00001

' Média 0.29909 0.24785 0.19922 0.09298 0.03894
1.000 Erro Padrédo 0.02074 0.07137 0.04885 0.05954 0.10392 21711

D < 0.00001 < 0.00001 < 0.00001 < 0.00001 < 0.00001

A Tabela 30 apresenta os resultados obtidos para a estimagao do modelo AR-MV(5).

Nota-se que nessas amostras obtidas, os estimadores foram adequado para os quatro

primeiros coeficientes, com valor médio perto do simulado, e erro calculado relativamente

baixo. Para o ultimo coeficiente, ¢5, o erro padrao obtido foi bem superior comparado

com o valor absoluto do coeficientes.

As Figuras 61, 62 apresentam as distribui¢oes para os estimadores de cada coeficiente,

em cada amostra. Nota-se que as distribuigdes sao em geral simétricas, com algumas

assimetrias influenciadas por valores extremos, e que as caudas se tornam mais pesadas

conforme for aumentando o indice do coeficiente, tendo cauda menos pesada para ¢q, e

cauda mais pesadas com mais valores extremos para ¢s.
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Figura 61 — Distribuigoes dos estimadores do Exemplo 29, com r = 500
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Figura 62 — Distribuigdes dos estimadores do Exemplo 29, com r = 1.000
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Exemplo 30 AR-MV(5) com a = 1.9 ¢ = (0.05,0.10, 0.20, 0.25, 0.30)

Tabela 31 — Medidas resumo para os estimadores de maxima verossimilhanca do

Exemplo 30

n r  Estatistica 01 =005 ¢ =010 ¢35 =0.20 ¢4 =025 @5 =0.30 Tempo
(em s)

Média 0.04744 0.09496 0.19504 0.35355 0.08000
500 Erro Padrao 0.02975 0.06928 0.18984 1.35106 17.50827 10693

1000 D 0.18066 0.34173 0.00050 < 0.00001 < 0.00001

' Média 0.05031 0.09357 0.18341  —32.79024 —10.98528
1.000 Erro Padrdo 0.02895 0.07238 0.25918 1045.61247  349.12272 24123

D 0.35045 < 0.00001 < 0.00001 < 0.00001 < 0.00001

Para esse exemplo de estimacao dos coeficientes do modelo AR-MV(5) com a = 1.9,

os resultados apresentados na Tabela 31 revelam que para os trés primeiros coeficientes,

os estimadores de maxima verossimilhanca foram adequados. Porém, para os coeficientes

®4, @5, nas duas amostras houve muita diferenga entre a média amostral do estimador

com o valor esperado pelo valor simulado, houve também um aumento muito grande no

erro calculado nas amostras.

As distribuicoes ilustradas nas Figuras 63, 64 mostram a mesma tendéncia observada

anteriormente, dos coeficientes com indice menor terem caudas menos pesadas. Além

desse comportamento, nota-se especialmente para os estimadores ¢4, ¢5, que alguns valores

extremos influenciaram muito na assimetria dessas distribuigoes.
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Figura 63 — Distribuigoes dos estimadores do Exemplo 30, com r = 500
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Figura 64 — Distribuigoes dos estimadores do Exemplo 30, com r = 1.000
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5.3.1 Resultado da estimagio para os modelos AR-MV(4) e AR-MV(5)

Com esses exemplos de estimagao por méxima verossimilhanga para os modelos AR-MV (4)
e AR-MV(5), pode-se concluir que o nivel de estabilidade afeta a distribuigdo dos esti-
madores, que os estimadores para os coeficientes com indices menores possuem caudas
menos pesadas, se aproximando em alguns casos da distribuicao normal.

A preocupagao principal para esses estimadores seriam nos casos para estimar os
coeficientes de indice mais altos, que pela natureza dos processos AR-MV (p) estacionérios
sa0 0s que possuem menos observacoes na série temporal. Com essa nota, precisa-se de
estudar melhor o comportamento desses estimadores com alguns casos de aumento do

numero de observagoes nas séries temporais.
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6 Aplicacao do modelo autorregressivo com meméoéria

variavel

Ap06s os estudos do comportamento do modelo de séries autorregressivas com meméria va-
riavel, e dos estimadores de minimos quadrados e de maxima verossimilhanca, essa se¢ao
utiliza os metodos apresentados para aplicar o modelo AR-MV(p) a um banco de dados

de astronomia e um de zoologia, e compara esses ajustes ao processo AR(p).

6.1 Numero de manchas solares

Figura 65 — Exemplo de manchas solares observadas.
29 de novembro de 2020.

10 Earth o Jupiter
Earth

Fonte: Solar and Heliospheric Observatory, ESA e NASA.
URL: https://sohowww.nascom.nasa.gov/sunspots/

O ntmero de Wolfer, introduzido anteriormente, ¢ uma forma de contar o niimero de
manchas solares observaveis em certo periodo de tempo. Esse banco de dados foi usado
ha décadas como exemplo e como motivador para criacao de novos modelos de séries
temporais. A série de Wolfer apresentada em forma de grafico de linha na Figura 66 foi
usada por Yule [24] para introduzir os processos autorregressivos.

Nessa secao, os dados utilizados foram obtidos apos ser feita a diferenca da média
dos dados originais, {X;} com uyx = 44.67 para se obter uma série com média nula, {Y;}

com py = 0. Esse exemplo serd usado para ajustar o processo AR-MV(2), estimando os
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coeficientes limiares e autorregressivos, pelos dois métodos vistos, de minimos quadrados,
e de méxima verossimilhanga. O processo AR(2) também sera ajustado para ser uma

base de comparacao nos resultados.

Figura 66 — Grafico de linha da série temporal de manchas solares.
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Fonte: Yule (1927)

A Figura 67 apresenta o histograma e os graficos das fung¢oes de autocorrelagao e
de autocorrelagdo parcial para a série temporal. Nota-se que o modelo AR(2) parece
adequado por haver um corte apés a segunda defasagem na FACP, e a FAC apresenta

decaimento mais lento, de forma senoidal.

Figura 67 — Histograma e graficos das fungdes de autocorrelagao e de autocorrelagao
parcial para os dados de manchas solares
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A Tabela 32 apresenta os resultados dos ajustes, indicando os valores encontrados
dos estimadores, e quando foi preciso, o limiar escolhido pelo método. Para comparar
as estimativas, foram calculados em cada modelo, o erro quadratico médio (EQM), a

verossimilhanca estimada do ajuste, e os indice AIC e BIC [1, 18].
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Esses resultados mostram que para o processo AR-MV(2), de fato, os valores estimado
pelo método de minimos quadrados obteve menor EQM e maior verossimilhanca do que
o ajuste pelo método de maxima verossimilhanca. Nota-se que esses dois ajustes foram
proximos, quanto aos valores dos coeficientes ajustados, e pelos critérios de EQM e ve-
rossimilhanca, os dois foram melhores do que o processo AR(2). Finalmente, tanto pelo
critério AIC quanto pelo BIC, dos trés ajustes, o AR-MV(2) por maxima verossimilhanga

foi o mais adequado, por serem critérios baseados na verossimilhanca.

Tabela 32 — Medidas resumo para as estimagoes aos dados de manchas solares

Medida AR(2) AR-MV(2)

EMQ EMV
(251 1.335093 1.336437 1.337616
b2 —0.6479481 —0.6504914 —0.6293519
3 . —44.765 —44.765
EQM 237.4409 237.4376 238.0253
() —722.7796  —722.4252  —722.1838
AIC 1449.559 1450.850 1450.368
BIC 1455.900 1460.362 1459.879

As Figuras 68, 69, e 70 apresentam os residuos obtidos no ajuste de cada modelo e de
cada método. Observa-se que para os trés casos, os residuos aparentam serem estaciona-

rios, com distribuicao aproximadamente simétricas, e com caudas pesadas.
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Figura 68 — Grafico de linhas, histograma, e grafico de quantis para os residuos do
modelo AR(2) para os dados de manchas solares
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Figura 69 — Grafico de linhas, histograma, e grafico de quantis para os residuos do
modelo AR-MV(2) por EMQ para os dados de manchas solares
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€t

Densidade

Figura 70 — Grafico de linhas, histograma, e grafico de quantis para os residuos do
modelo AR-MV(2) por EMV para os dados de manchas solares
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6.2 Nuumero de linces

Figura 71 — Fotografia de um lince-do-canada.

Fonte: Lynz Canadensis por Keith Williams. (CC BY 2.0)

O banco de dados de linces [6, 4, 17] foi usado por Campbell & Walker [5] para serem
estudadas séries temporais com limiares, esse banco de dados, apresentado na Figura 72
representa o numero total de peles de linces-do-canadd (Lynx canadensis) capturados

entre 1821 e 1934 na regiao de Mackenzie River, no Noroeste do Canada.

Figura 72 — Grafico da série de peles de linces-do-canada capturados por ano
Canadé. 1821-1934. lynx Time
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Fonte: Brockwell & Davis (1991) [4]

Esse grafico mostra a evolugdo no ntimero de total por ano, e uma caracteristica im-
portante do gréafico é a presenca de picos, destacados na figura, os anos quando o nimero
de capturas foi superior do que os anos anteriores e posteriores de forma nitida. No gra-
fico, esses valores de maximos foram destacados, e calculados os tamanhos dos intervalo

de anos entre eles. Durante essa série temporal a maioria dos picos ocorrem entre 9 ou
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10 anos, tendo um intervalo durante o periodo observado de 3 anos (entre 1913 e 1916),
o que dificulta a modelagem de uma sazonalidade regular, levando a procurar modelos
nao lineares para este exemplo. Para o ajuste dos modelos, foi obtida a série dos dados
extraindo-se a média de cada observagao, Y; = X; — px, com ux = 1538.018, {X;} sendo

os dados brutos.

6.2.1 Ajuste do modelo autorregressivo

As fungoes de autocorrelacao e de autocorrelagdo parcial apresentadas na Figura 73 mos-

tram o comportamento dessa série e indicam quais modelos podem ser adequados. O

Figura 73 — Funcgoes de autocorrelacao e de autocorrelacao parcial da série de linces
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grafico da FAC apresenta um decaimento lento das autocorrelagoes e mostra a sazonali-
dade dos dados, que condiz com o grafico da série indicando o comportamento ciclico da
populacao. O grafico da FACP apresenta uma queda brusca para zero, notavelmente para
as duas primeiras defasagens; percebe-se também que para as quarta e oitava defasagens
as autocorrelagoes parciais se encontram fora do intervalo de confianga para zero.

A Figura 74 mostra os graficos que comparam as observagoes {Y;} com as defasagens
{Y,_q},d = 1,2,4,8. Esses graficos mostram que a correlagdo entre a observagdo com a
anterior é bem forte e positiva, e com a segunda anterior ja é uma relagdo mais dispersa,
porém aparenta ainda ser positiva. Para a relagdo com a quarta defasagem, a correlacao
parece ja ser invertida, influenciando negativamente no valor da observacao atual. No
ultimo caso, da oitava defasagem, percebe-se que a correlagdo com a observacao atual
parece ficar nula, nao influenciando muito no valor dessas observagoes.

Considerando essas defasagens na série de dados, foram ajustados os modelos de séries
autorregressivas AR(p) de ordem p = 1,...,9, e os resultados estdo apresentados na
Tabela 33.



115

Figura 74 — Relacao entre a observacao atual e observagoes defasadas da série de linces
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Tabela 33 — Resultados do ajuste de modelos AR(p) nos dados de linces

P EQM o) AIC BIC
1 1214350.0 —951.8912 1905.782 1908.519
2 776879.2 —918.4535 1840.907 1846.379 «
3 782445.6 —910.6493 1827.299 1835.507
4 735173.2 —899.0177 1806.035 1816.980
5 735521.9 —890.8707 1791.741 1805.422
6 733937.3 —882.5813 1777.163 1793.580
7 7227504 —873.5876 1761.175 1780.329
8  594297.8 —855.0517 1726.103 1747.993
9 592603.7 —846.8352 1711.670 1736.296
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Para esses modelos, conforme a ordem do AR(p) foi aumentando, menores foram os

valores dos critérios AIC e BIC, indicando que quanto mais termos no modelo, ainda

obtém-se ajuste melhores.

Seguindo o grafico de FACP para determinar os tamanho do processo autorregressivo,

foram escolhidos p = 2,4, 8.

6.2.2 Ajuste do modelo autorregressivo com meméria variavel

A série foi em seguida ajustada para o modelos AR-MV(p), supondo inovagoes estéveis,

com « = 1.7 e considerando os valores de p = 2, 3,4, 5, para comparagao com os modelos

autorregressivos na proxima se¢ao. Para cada valor de p, foi ajustado o modelo AR-MV(p)

pelo método de méaxima verossimilhanga, calculada a log-verossimilhanga maxima, o erro

quadratico médio, o AIC, e o BIC. Os resultados dos ajustes estdo apresentados na Ta-

bela 34.

Percebe-se pelos indicadores apresentados na tabela, que com maior p, melhor ficou

o modelo ajustado, quanto ao erro quadratico, e quanto a verossimilhanca. Exceto para

o p = 3, que teve EQM levemente inferior ao p = 4. Portanto, foi escolhido o modelo

AR-MV(4) para realizar a comparagao com o modelo AR(4) estimado.

Tabela 34 — Resultados do ajuste de modelos AR-MV (p) nos dados de linces

p  EQM (o) AIC BIC
2 730724.1 —906.9379 1821.876 1832.821
3 719344.6 —896.9473 1805.895 1822.312
4 654192.2 —883.9112 1783.822 1805.712
5 612316.0 —875.9423 1771.885 1799.247
O modelo obtido nesse caso seria escrito como
Ly
Y, = Z GiYii + &, (62)
i=1
tendo Ly = j & Y,.1 € Rj, j =1,...,4, ¢ R; = (v,-1,7,], nas quais os parametros
autorregressivos sao
¢ = (1.00338, —0.43164, —0.33488,0.73572) (63)

e 0s limiares obtidos foram

~v = (—1161.018, —807.018, 2255.982).

(64)
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6.2.3 Comparacao entre os modelos ajustados

Pelos ajustes feitos nas se¢oes anteriores, usamos os mesmos critérios para comparar os
modelos autorregressivo e autorregressivo com memoria variavel, os dois casos com p = 4.
A Tabela 35 apresenta os valores obtidos desses critérios, e pode-se concluir que segundo o
os indicadores apresentados, o modelo AR-MV(4) é mais adequado para ajustar os dados

do ntimero de linces do que o modelo AR(4).

Tabela 35 — Critérios para comparar os modelos AR(4) e AR-MV (4) ajustados aos
dados de linces

P EQM e AIC BIC

AR(4) 735173.2 —899.0177 1806.035 1816.980
AR-MV(4) 654192.2 —883.9112 1783.822 1805.712

6.2.4 Andlise de diagnéstico do modelo AR-MV(4)

Com o modelo AR-MV(4) ajustado para a série observada, realiza-se a andlise de diag-
noéstico dos residuos, e verifica-se se a suposicao da distribuicao estavel é valida para essa
aplicacao.

Nesse estudo os residuos ¢; foram obtidos para cada observagdo e a série resultante
tragada na Figura 75 mostra o comportamento ao longo do tempo. Esse comportamento é
estacionario em torno de um valor perto de zero, com alguns valores extremos; a variacao
dos residuos nao mostra tendéncia em funcao de ¢, apontando homocedasticidade nos
dados.

Em seguida na mesma figura, o histograma confirma a simetria dessa distribui¢ao
e alguns valores extremos, dados pela cauda pesada da distribuicdo. A cauda pesada
pode ser vista mais claramente no grafico Q-Q, comparando essa distribuicdo com uma
distribuigdo normal. Conclui-se com essa comparagao que a distribui¢ao nao é adequada

para modelar os residuos, e nesse caso de fato a distribuigao estavel é uma melhor escolha.
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Figura 75 — Grafico de linhas, histograma, e grafico de quantis para os residuos do
modelo AR-MV(4) para os dados do ntimero de linces
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7 Consideracoes Finais

Neste trabalho, foram estudados os comportamentos dos modelos AR-MV(p) quando os
residuos sao gerados por uma distribuicao estavel. Esses estudos foram uma extensao dos
trabalhos de Fadel [7] e de Loureiro [10].

Concluiu-se a partir dos estudos simulados que o método de méaxima verossimilhanca é
adequado para ajustar os coeficientes autorregressivos, porém percebeu-se também que sao
necessarias séries temporais com alto niimero de observacoes para que todos os estimadores
sejam nao-tendenciosos, e com erro limitado. Esse requerimento é necessario notavelmente
para os coeficientes relacionados as maiores defasagens no modelo, nos casos de modelos
AR-MV(p) com memorias maiores.

Os outros resultados desse trabalho foi aplicar esse modelo AR-MV(p) com distribuicao
estavel a dados reais, e concluiu-se que para as aplicagoes apresentadas, esse novo modelo
foi mais adequado do que o processo AR(p) mais simples

Um possivel trabalho futuro seria o de pesquisar uma nova metodologia para estimar
os coeficientes dos regimes mais altos, que como visto no trabalho, sdo esses que possuem
menos observagoes no modelo estacionario. Essa particularidade vem da natureza da
restricao de aumentar a memoria do processo quando ocorre uma observacao de valor
maior.

A segunda sugestao para outros trabalhos seria de estimar os coeficientes limiares.
Considerando que o p torna esse trabalho com dificuldade exponencial, pode haver uma
metodologia de misturar a estimacao de minimos quadrados, que possui forma definida,
para encontrar os limiares, enquanto os coeficientes sejam estimados pelo método da
maxima verossimilhanca, apés os limiares forem fixados.

A terceira sugestao seria de verificar metodologias para a previsao do modelo AR-MV(p)
com distribuigdo estavel, como nos exemplos de aplicagoes de séries nas quais esse modelo

foi ajustado de forma adequada.
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